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Badania operacyjne i systemowe: Srodowisko naturalne, przestrzen, optymalizacja
Olgierd Hryniewicz, Andrzej Straszak, Jan Studzinski

OCENA ZDOLNOSCI ALGORYTMOW KLASYFIKACJI
DO GENERALIZACJI WIEDZY

Dorota Dzega, Wojciech Olejniczak
Wydziat Informatyki Politechniki Szczecinskiej
ul. Zotnierska 49, 71 — 210 Szczecin

Wynik dziatania algorytmow klasyfikacji stanowi informacja okresla-
jaca oczekiwane sposoby zachowania si¢ systemu w postaci odpowiedzi dla
danego zbioru wektorow wejsciowych. Zadanie ,,uczenia” polega na nauce
wlasciwych odpowiedzi poprzez obserwacje sekwencji wektorow wejscio-
wych. Wiedza pozyskana w ten sposéb wykorzystywana jest do generowania
nowej lub udoskonalenia istniejacej w systemie. W artykule przedstawiono
wyniki badan dotyczace zdolnosci wybranych algorytméw klasyfikacji do ge-
neralizacji wiedzy na przyktadzie oceny ryzyka projektow informatycznych.

1. Wprowadzenie

Zadania klasyfikacji i aproksymacji to najbardziej typowe sposoby wykorzy-
stania wiedzy lub umiejetnosci. Zadania klasyfikacji polegaja na uczeniu si¢ pojec,
czyli na ustaleniu przynaleznosci obiektow lub wzorcow do danej kategorii. Nato-
miast zadania aproksymacji obejmujg odwzorowanie obiektow lub wzorcoéw na zbior
liczb rzeczywistych. Tradycyjny podziat Zzroédta oraz postaci dostepnej informacji,
zwanej informacja trenujaca to uczenie si¢ z nadzorem (klasyfikacja) oraz uczenie si¢
bez nadzoru (aproksymacja) (szerzej w Hand i in., 2005; Larose, 2005).

Dobor metod klasyfikacji stanéw obiektow umozliwia znalezienie odwzoro-
wania nowych danych na zdefiniowane uprzednio klasy. Odwzorowanie pozwala na
pozyskanie wiedzy o systemie na podstawie informacji historycznej i znajduje zasto-
sowanie w roznych dziedzinach dziatalnosci cztowieka, przyktadowo w klasyfikacji
klientow oraz w diagnostyce medycznej. Podstawowe etapy dziatania systemow
uczacych sig, przedstawiane w literaturze przedmiotu, migdzy innymi w Cichosz
(2007), Mulawka (1999), Patterson-Hine i in. (2005), obejmujg selekcje, transforma-
cjg, filtracje oraz przygotowanie danych, nastepnie dobor technik przetwarzania
danych w zaleznos$ci od charakteru danych oraz testowanie i walidacj¢ modeli uzy-
skanych w wyniku przetwarzania danych.

2. Wskazniki oceny modeli predykcyjnych

Wybdr modelu predykcyjnego najlepiej opisujacego obiekty badawcze po-
przedzony jest analizg rozkltadu pomytek. Analiza rozktadu pomytek mozliwa jest do
przeprowadzenia poprzez dostepnos¢ macierzy pomylek (ang. confusion matrix),
pozwalajacej na poréwnanie decyzji klasyfikatora z poprawnym zaklasyfikowaniem
(przypisaniem) obiektow do klas. Macierz pomytek umozliwia w prosty sposob
ujawnienie nadmiernego dopasowania danych w sytuacji, gdy dany klasyfikator
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przejawia nadmierng skltonno$¢ do generalizowania wiedzy uzyskanej na podstawie
zbioru trenujacego (szerzej w pracy Hand i in., 2005).

Najczesciej spotykang przestanka o podjeciu decyzji wykorzystania danego
modelu do klasyfikacji przysztych danych i przewidywania warto$ci nowych przy-
ktadow dla ktorych warto$¢ atrybutu decyzyjnego nie jest znana, prezentowang w
pracy Witten i Frank (2005), jest akceptacja danego poziomu doktadno$ci modelu.
Natomiast w pracach Hand i in. (2005) oraz Cichosz (2007) podkres$lane jest znacze-
nie nastgpujacych wskaznikow oceny zdolnosci modeli predykcyjnych do generali-
zacji wiedzy:

— dokladnos$é¢ (ang. Correctly Classified Instances) - procent przyktadéw po-
prawnie zaklasyfikowanych, wyrazona wzorem (1):

e(0,0)+e(1,1)
e(0,0)+¢e(0,1)+e(1,0)+e(L,1)

@)

— skuteczno$¢ (ang. Recall) - procent pozytywnych przyktadow, ktore zostaty
wykryte, wyrazona wzorem (2):
e(l,l) 5
e(0,1)+e(L1)’ @)
— precyzja (ang. Precision) - procent wykrytych przyktadow, ktore sa pozy-
tywne, wyrazona wzorem (3):
e(1,1
_ ey )
e(l, 0) + e(l, 1)

gdzie:

— ¢(0,0) — liczba prawdziwych negatywnych (ang. True Negatives) — decyzja
prawdziwa negatywna,

— ¢e(0,1) — liczba falszywych negatywnych (ang. False Negatives) — decyzja fat-
Szywa negatywna,

— e(1,0) — liczba falszywych pozytywnych (ang. False Positives) — decyzja fat-
szywa pozytywna,

— e(1,1) — liczba prawdziwych pozytywnych (ang. True Positives) — decyzja
prawdziwa pozytywna.

Powyzsze postacie wskaznikow znajdujg zastosowanie dla klasyfikacji kla-
sycznej dwustanowej. Natomiast w przypadku klasyfikacji wielostanowej przyjmuja

one nastgpujaca postac:

— dokladnos$é¢ (ang. Correctly Classified Instances) - procent przyktadéw po-
prawnie zaklasyfikowanych, wyrazona wzorem (4):
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_e(i) z')
4
4
33 ¢ “)

Jj=0 i=0

— skutecznos¢ (ang. Recall) - stosunek wyszukanych obiektow istotnych do
catkowitej liczby obiektow istotnych w zbiorze danych, wyrazona wzorem

5):
> e()ii) ®

— precyzja (ang. Precision) - frakcja wyszukanych istotnych obiektow, wyra-
zona wzorem (6):
e(i,i)

) ©

Jj=0

— e(j,j) - liczba prawdziwych negatywnych, decyzja prawdziwa negatywna,
— e(j,i) - liczba falszywych negatywnych, decyzja falszywa negatywna,
— e(ij) - liczba falszywych pozytywnych, decyzja falszywa pozytywna,
— e(i,i) - liczba prawdziwych pozytywnych, decyzja prawdziwa pozytywna.

Znajomos$¢ wskaznikow oceny dzialania poszczegolnych klasyfikatorow
umozliwia pozyskanie wyselekcjonowanego zbioru atrybutow opisujacego obiekty
badawcze. Gléwne korzysci ptynace ze zmniejszenia liczby atrybutéw informacyj-
nych to miedzy innymi usprawnienie procesu podejmowania decyzji poprzez wyko-
rzystanie wlasciwych informacji oraz skrocenie czasu klasyfikacji nowych przypad-
kow.

3. Wyniki przeprowadzonych badan

Przeprowadzone badania dotyczyly zastosowanie wielostanowej klasyfikacji
jako metody prognostycznej do opracowania zobiektywizowanego rozwigzania
pozwalajacego na usprawnienie procesu decyzyjnego podczas planowania oraz
realizacji projektow informatycznych. Wybor metod klasyfikacji zostat podyktowa-
ny specyficznym charakterem projektow informatycznych, gdzie podstawowe pro-
blemy wptywajace na mozliwo$¢ szacowania wielkosci to przede wszystkim: duza
nicokreslono$¢ projektow softwarowych, ,,ptywajacy zakres” (ang. floating scope),
czy tez wysoka unikalno$¢ przedsiewzigc.

Eksperymenty badawcze przeprowadzono na bazie projektow softwa-
re’owych udostepnianych na licencji FLOSS (ang. Free/Libre/Open Source Softwa-
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re). Projekty informatyczne opisano za pomoca trzech obiektow badawczych: pro-
jektu, zadania projektowego oraz wykonawcy projektu. Atrybuty decyzyjne wyto-
nione w obrebie wymienionych powyzej obiektow badawczych obejmowaty:

zakres projektu Z(¢) — liczba miesiecy trwania danej kategorii projektu od
momentu podjecia decyzji o rozpoczeciu projektu (rejestracji projektu) do
ostatniej publikacji jego efektow,

czas trwania projektu C(?) — liczba roboczogodzin przeznaczona na realiza-
cj¢ danego zadania,

koszt prac projektowych K(z) — przecigtna liczba roboczogodzin przypadaja-
cych na realizacje¢ zadania przez danego wykonawcg,

efekty projektu E(#) — liczba zamknigtych zadan (stan na dzien przeprowa-
dzenia diagnozy).

Zakres projektu oraz efekty projektu wraz ze zbiorami atrybutéw informa-
cyjnych dotyczyly obiektu badawczego: projekt. Czas trwania projektu wraz ze
zbiorem atrybutéw informacyjnych postuzyt do reprezentacji obiektu badawczego:
zadanie projektowe. Natomiast, atrybut decyzyjny koszt prac projektowych wraz ze
zbiorem atrybutéow informacyjnych reprezentowat wykonawce projektu. Zrodto
danych pierwotnych o obiektach badawczych stanowito repozytorium projektow
zarejestrowanych na platformie SourceForge.net.

Wyjsciowe zbiory atrybutéw informacyjnych umozliwiajacych dokonanie
predykcji przynaleznosci do danej klasy decyzyjnej dla odpowiednich atrybutéw
decyzyjnych przedstawiaty si¢ nastepujaco:

— zakresu projektu — 39 atrybutdéw opisujacych dziedzing projektu, zasoby pro-
jektu oraz komunikacje zachodzaca w projekcie,

czas trwania prac projektowych — 12 atrybutow opisujacych ogolne warunki
realizacji zadania oraz zasoby wykonawcow zadania,

koszt prac projektowych — 18 atrybutéw opisujacych kompetencje danego
wykonawcy oraz jego aktywno$¢ w realizowanych przedsigwzigciach,

efekty projektu — 21 atrybutéw opisujacych przebieg prac projektowych oraz
aktywnos¢ komunikacji w danym przedsiewzigciu.

Wytonione obiekty badawcze wraz z atrybutami decyzyjnymi oraz informa-
cyjnymi stanowily podstawowe skladowe wielowymiarowej oceny ryzyka projek-
tow informatycznych (szerzej w Dzega i Olejniczak, 2008).

W przeprowadzonych badaniach zastosowano nastepujace algorytmy klasy-
fikacji: drzewo decyzyjne C4.5, drzewo losowe (ang. Random Tree, RT), sie¢
bayesowska (ang. Bayesian Belief Network, BBN) oraz perceptron wielowarstwowy
(ang. Multilayer Perceptron, MLP). Testowanie modeli predykcyjnych przeprowa-
dzono z zastosowaniem 5-krotnej walidacji krzyzowej (ang. Cross-Validation,CV-
3).
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W celu zachowania rownej liczebnosci klas zastosowano, w przypadku zbio-
réw danych reprezentujacych atrybuty decyzyjne C(t), K(t) oraz E(t) zastosowano
procedure resamplingu, polegajaca na redukcji probek z wyréwnaniem do klasy o
najmniejszej liczebno$ci. W przypadku atrybutu decyzyjnego Z(#) zaobserwowano
rownomierny rozktad probek badawczych we wszystkich klasach, zbidr ten nie
wymagat redukcji przyktadow. Przyjeto podzial atrybutéw decyzyjnych na pieé
klas, dzialanie to miato na celu umozliwienie dokonywania oszacowan jak najbar-
dziej zblizonych do warunkow, w ktorych realizowane sa projekty informatyczne
oraz stanowito kompromis mig¢dzy rozpigtoscia prognozy a jej doktadnoscia. Szcze-
gotowy przebieg eksperymentéow badawczych oraz otrzymanych rezultatow zawiera
praca Dzega (2008).

Jakos$¢ klasyfikacji powinna uwzglednia¢ specyfike zbioru danych, w zalez-
nosci od tatwosci separacji klas, jak i prawdopodobienstwo ,,$lepego trafu”. W prze-
prowadzonych badaniach prawdopodobienstwo ,,$lepego trafu” dla réwnego rozkta-
du klas, przy podziale atrybutow decyzyjnych w prezentowanych badaniach na pieé
klas, wyniosto 20%. Do oceny zdolnosci predykcyjnych modeli klasyfikacyjnych
uzyskanych w badaniach wykorzystano wskazniki doktadnosci, skutecznosci oraz
precyzji.

W Tabeli 1 przedstawiono najlepsze modele predykcyjne uzyskane w wyniku
przeprowadzonych eksperymentéw. Oznaczenie ,,A” w Tabeli 1 informuje o liczbie

atrybutow informacyjnych wymaganych w danym modelu.

Tabela 1. Modele predykcyjne o najwyzszym wspotczynniku doktadnosci

Zakres projektu, Czas trwania Koszt prac projek- | Efekty projektu,

Klasyfikator 21 projektu, C(1) towych, K(t) E()
Doktadnos¢ | A | Doktadnos¢ | A | Doktadnosé A | Dokladno$é¢ | A
BBN 93.61% 9 60.24% 9 69.80% 6 46.18% | 12
C4.5 97.36% 9 67.65% 9 78.27% 6 5531% | 12
MLP 44.44% 9 34.57% 7 38.61% 6 38.51% 3
RT 99.28% 9 71.87% 4 91.98% 6 76.83% | 12

Zrédto: opracowanie wiasne

Ocena doktadnosci modeli predykeyjnych dla wyselekcjonowanych zbiorow
atrybutéw informacyjnych w przypadku atrybutu decyzyjnego Z(?) ukazata zblizone
wartosci uzyskane dla trzech klasyfikatorow: drzewo losowe, drzewo decyzyjne
C4.5 oraz sie¢ bayesowska. Najdoktadniej dziatajacy klasyfikator drzewo losowe
osiagnat wynik 99.28% poprawnie zaklasyfikowanych przypadkow.

Podobna sytuacja miata miejsce w przypadku atrybutu decyzyjnego C(?).
Najwyzsza doktadno$¢ modelu uzyskano dla klasyfikator drzewo losowe 71.87%
poprawnie zaklasyfikowanych przypadkéw. W przypadku atrybutu decyzyjnego
K(t) zblizone warto$ci uzyskano dla dwoch klasyfikatorow: drzewo decyzyjne C4.5
oraz sie¢ bayesowska. Najdoktadniej dziatajacy klasyfikator losowe osiagnat wynik
91.98% poprawnie zaklasyfikowanych przypadkéw. Ocena doktadnosci modeli
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predykcyjnych dla atrybutu decyzyjnego E(z) ukazala znaczne rozbieznosci pomie-
dzy wynikami uzyskanymi dla poszczegdlnych klasyfikatoréw. Najdoktadniej dzia-
lajacy klasyfikator drzewo losowe osiagnal wynik 76.83% poprawnie zaklasyfiko-
wanych przypadkow.

Na Rys. 14 przedstawiono rozktad wskaznikow skuteczno$ci oraz precyzji
dla modeli predykcyjnych o najwyzszym wspotczynniku doktadnosci. Oznaczenia I,
I, I, IV, V informujg o etykietach klas atrybutéw decyzyjnych.

Rys. 1. Rozktad wskaznikéw skutecznosci i precyzji w poszczegdlnych klasach
atrybut decyzyjnego zakres projektu

Wspotczynnik skutecznosci Wspotczynnik precyzji
[
1 ;!
0.5 o8
v ' I 8'2
0 v o I
0
\% I
v Il
4 BBN A C45 MPL H RT

Zroédlo: opracowanie wlasne

W przypadku atrybutu decyzyjnego zakres projektu najwyzsza precyzj¢ od-
notowano dla drzewa losowego, ksztattujaca si¢ na srednim poziomie 99.28%, od-
chylenie standardowe rozktadu probek od wartosci sredniej wahalo si¢ w granicach
+ 0.26%. Najnizsza precyzj¢ modelu uzyskano dla perceptronu wielowarstwowego o
przecietnej wartosci 45.50%, odchylenie standardowe rozktadu probek od wartosci
sredniej wahalo si¢ w granicach + 8.46%. Najwyzszg skutecznos¢ klasyfikacji odno-
towano dla drzewa losowego, ksztaltujaca si¢ na przecigtnym poziomie 99.30%,
odchylenie standardowe rozktadu probek od wartosci $redniej wahato si¢ w grani-
cach £ 00.58% (Rys. 1).
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Rys. 2. Rozklad wskaznikéw skutecznosci i precyzji w poszczegdlnych klasach
atrybut decyzyjnego czas trwania projektu

Wspotczynnik skutecznosei Wspotczynnik precyzji
|

0s | 1
06 0.8
' 0.6
0.4 0.4

v 0.2 I v 0.2 !
0 0

v m v 1
4BBN A C45 MPL B RT

Zrodlo: opracowanie wlasne

Dla atrybutu decyzyjnego czas trwania projektu najwyzszg precyzj¢ odnoto-
wano dla drzewa losowego, ksztattujaca si¢ na $rednim poziomie 72.30%. Najnizsza
warto$¢ odchylenia standardowego zaobserwowano dla drzewa decyzyjnego C4.5
ksztattujaca si¢ na poziomie + 3.84%. Najnizszg przecigtna precyzj¢ modelu uzy-
skano dla perceptronu wielowarstwowego, 34.92%. Najwyzsza przecictng skutecz-
no$¢ odnotowano dla drzewa losowego, 71.90%, odchylenie standardowe rozktadu
probek wahato si¢ w granicach + 4.68% (Rys. 2).

Rys. 3. Rozktad wskaznikow skutecznosci i precyzji w poszczegdlnych klasach
atrybut decyzyjnego koszt prac projektowych

Wspotczynnik skuteczno$ci Wspotczynnik precyzji
| |
1 1
0.8 0.8
0.6 0.6
v 0.4 I Vv 0.4 [
0.2 0.2
0 0
v Il \Y I
4BBN A C45 MPL HRT

Zrédto: opracowanie wiasne
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W przypadku atrybutu decyzyjnego koszt prac projektowych najwyzsza pre-
cyzje odnotowano w przypadku klasyfikatora drzewo losowe, ksztaltujaca si¢ na
$rednim poziomie 92.08%, odchylenie standardowe rozktadu prébek od wartosci
sredniej wahato si¢ w granicach + 2.50%. Najnizsza precyzj¢ modelu uzyskano dla
klasyfikatora perceptron wielowarstwowy przyjmujaca przecigtng wartos¢ 38.60%,
odchylenie standardowe wahato si¢ w granicach = 17.68%. Najwyzsza skutecznosé¢
klasyfikacji odnotowano dla klasyfikatora drzewo losowe, ksztaltujaca si¢ na prze-
cigtnym poziomie 91.96%, odchylenie standardowe wahato si¢ w granicach + 1.38%
(Rys. 3).

Rys. 4. Rozktad wskaznikow skutecznosci i precyzji w poszczegdlnych klasach
atrybut decyzyjnego efekty projektu

Wspolczynnik skutecznosci Wspotczynnik precyzji
[ [
1 1
08 08
06 06
v 04 I v 04 I
02 02
0 0
v 1] \% 11
¢ BBN A C45 MPL B RT

Zrodto: opracowanie wlasne

W przypadku atrybutu decyzyjnego efekty projektu najwyzsza precyzj¢ od-
notowano w przypadku klasyfikatora drzewo losowe. Przecietny poziom wskaznika
precyzji ksztattowal si¢ na $rednim poziomie 77.02%, odchylenie standardowe wa-
halo si¢ w granicach + 6.25%. Najnizsza precyzj¢ modelu uzyskano dla klasyfikato-
ra perceptron wielowarstwowy przyjmujaca przeci¢tng warto$¢ 36.32%. Najwyzsza
warto$¢ odchylenia standardowego ksztaltujaca si¢ na poziomie + 8.60% zaobser-
wowano dla klasyfikatora sie¢ bayesowska. Najwyzsza skutecznos¢ klasyfikacji
odnotowano dla klasyfikatora drzewo losowe, ksztattujaca si¢ na przecigtnym po-
ziomie 76.84%, odchylenie standardowe wahato si¢ w granicach + 4.41% (Rys. 4).

W wyniku przeprowadzonych badan najlepsze rezultaty otrzymano dla drzew
losowych (RT), dobre wyniki daty rowniez takie klasyfikatory jak: drzewo C4.5 oraz
sieci bayesowskie (BBN). Natomiast, zaobserwowany niski poziom klasyfikacji dla
perceptronu wielowarstwowego (MLP) moégt wynika¢ ze znacznego udzialu
w probie badawczej zmiennych kategorycznych, nie bedacych zmiennymi porzad-
kowymi. Analiza rozktadu odchylenia standardowego dla zaprezentowanych warto-
Sci wskaznikow precyzji oraz skutecznosci w poszczegolnych klasach wskazata na
stabilne zachowanie klasyfikatorow drzewiastych. Ponadto, najlepsze rezultaty
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otrzymano dla zbioru danych reprezentujacego zakres projektu, ktory charakteryzo-
wal si¢ rownomiernym rozktadem probek w poszczegdlnych klasach decyzyjnych i
nie wymagat redukcji przyktadow.

4. Podsumowanie

Zaprezentowane badania ukazaty warto$¢ informacji ptynaca z analizy
wskaznikow skuteczno$ci oraz precyzji. Ukazano, ze poshugiwanie si¢ wyltacznie
wskaznikami doktadnosci lub btedu prognozy w zadaniach dotyczacych zachowania
danych obiektow w przysztosci, moze okazac si¢ niewystarczajace. Zaakcentowano,
takze znaczenie wartosci odchylenia standardowego wskaznikéw skuteczno$ci oraz
precyzji, przedstawiajacego rzeczywisty rozktad probek badawczych w odniesieniu
do poszczegdlnych klas decyzyjnych. Wybdr klasyfikatora powinien zosta¢ poprze-
dzony przetestowaniem zachowania danego zbioru danych przy zastosowaniu roz-
nych algorytméw klasyfikacji oraz obserwacja rozkladu wskaznikow skutecznosci i
precyzji w odniesieniu do poszczeg6lnych klasach.

Praca naukowa finansowana ze §rodkéw na nauke w latach 2007-2008 jako projekt
badawczy N115 080 32/4229.
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