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1. Wstep

We wspofczesnym $wiecie firmy i ludzie zasypywani sa danymi i informacjami z
réznych zrédet. Niestety, te cenne dane, ktorych zebranie i zestawienie kosztuje firmy
miliony, mamujg si¢ w bazach danych i hurtowniach danych. Problemem jest zbyt mala
liczba dostepnych i wykwalifikowanych analitykéw, ktorzy potrafia przemienic te wszystkie
dane w wiedzg¢. Wnikliwa analiza tych informacji moze okaza¢ si¢ pomocna w nawigzaniu
relagji z klientem, pozyskaniu jego lojalnosci i skicrowaniu do niego oferty dostosowanej do
jego potrzeb [10]. Dlatego wiasnie potrzebna, wrgcz niezbgdna jest eksploracja danych (ang.
data mining) [3,6]. Takim wiasnie przedsi¢biorstwem jest przedsigbiorstwo wodociggowe.

Przedsi¢biorstwo wodociagowe w zakresie sieci wodociaggowej zajmuje si¢ dystrybucja
wody dobrej jakosci w ilosci gwarantujacej zaspokojenie potrzeb odbiorcéw, poprawng
eksploatacjg sieci wodociagowej zapewniajacg wlasciwe cisnienie w weztach odbiorczych,
sprawnym usuwaniem awarii oraz planowaniem i wykonywaniem prac zwigzanych z
konserwacja, modernizacja i rozbudowa sieci. Sterowanie siecig wodociggows jest trudnym
1 kompleksowym procesem [18].

Bardzo istotnym problemem w zarzadzaniu przedsigbiorstwem wodociagowym jest
wykrywanie i lokalizacja ukrytych wycickéw wody w sieci wodociagowej. Spowodowane
tym straty wody w rurociggach, dochodzace miekiedy nawet do 20%, wplywaja
nickorzystnie na wyniki finansowe przedsigbiorstw wodociagowych, ktore utraconej wody
nie moga sprzeda¢. U odbiorcéw wody straty te odbijaja si¢ w zwigkszonych optatach za
wyprodukowana i nie zuzyta faktycznie wode. Szybka lokalizacja i eliminacja ukrytych
wyciekow wody z nieszczelnych rurociaggow przynosi zatem wymierne korzysci
ekonomiczne zarowno dostawcom, jak i odbiorcom wody, czyli przedsigbiorstwu
wodociggowemu i uzytkownikom sieci wodociagowej.

Etapy dotyczace awarii w sieci wodociaggowej mozna okreslic w nastgpujacy sposéb:

— wykrycie awarii — stwierdza si¢ stan awaryjny w postaci strat wody, ale nie jest znana
jego lokatizacja,

— lokalizacja awarii — stwierdza si¢ stan awaryjny i jego dokladna lub przyblizona
lokalizacj¢ za pomoca odpowiednio opracowanych algorytméw, z wykorzystaniem
systemoéw monitoringu, modeli hydraulicznych sieci wodociagowej 1 w szczegolnosci
sieci neuronowych,

— przeciwdzialanie awarii — na podstawie danych historycznych o stanach awaryjnych
nast¢puje prognozowanie kolejnych stanéw awaryjnych i opracowuje si¢ plany
rewitalizacji sieci wodociagowe;j.

2. Sieci neuronowe

Do opracowania algorytmow lokalizacji awarii w sieci wodociggowej zostaly
wykorzystane sieci neuronowe. Wybrano jednokierunkowe wielowarstwowe sieci
neuronowe ze wsteczng propagacjg bledu (MLP) oraz samoorganizujgce si¢ sieci Kohonena.




Sie¢ MLP jest przedstawiciclem sieci, w ktorej wykorzystuje si¢ uczenie pod nadzorem
(z nauczycielem), a sie¢ Kohonena reprezentuje uczenie samoorganizujace sig.

Uczenie pod nadzorem (z nauczycieclem)

W trybie tym oprécz danych wejsciowych musimy réwniez wiedzieé, jakie dane
chcemy uzyskac na wyjsciu sieci.

Uczenie polega na doborze wag w taki sposéb, aby sygnatl na wyjsciu byt najblizszy
wartosci zadanej.

Inaczej méwigc, celem uczenia pod nadzorem jest minimalizacja odpowiednio
zdefiniowanej funkcji celu, ktéra umozliwi dopasowanie wartosci aktualnych
odpowiedzi neuronéw wyjsciowych do wartosci zgdanych.

Uczenie samoorganizujgce si¢

W tym przypadku zadane wartoéci wyjsciowe rowniez nie sa znane,

W uczeniu samoorganizujacym si¢ tylko jeden neuron moze by¢é aktywny, gdy reszta
pozostaje w spoczynku.

W tej metodzie grupa neuronéw otrzymuje te same wartosci wejsciowe. W
zaleznosci od warto$ci wag ich wyjscia r16znig si¢ migdzy soba.

Wartosci wyjsé sa porownywane ze sobg, zwyci¢za ten neuron, ktéry na wyjsciu ma
warto$¢ najwigkszg. Neuron zwyci¢zca przyjmuje warto$c 1 a pozostale 0.

2.1. Sieci jednokierunkowe wielowarstwowe typu MLP

Budowa i dzialanie sieci

W sieciach jednokierunkowych wielowarstwowych neurony przekazuja sygnaty tylko
migdzy réznymi warstwami. W obrgbic tej samej warstwy nie moga si¢ Iaczy¢ ze soba.
Sygnaly przekazywane sa od warstwy wejsciowej do wyjsciowej (stad nazwa
jednokierunkowe), przy czym nie wystepuja sprz¢zenia zwrotne do warstw poprzednich
[5.7,8,12,13,19,20]. Typowy schemat sieci jednokierunkowej tréjwarstwowej przedstawiono

narys. 1.




Warstwa wejéciowa Warstwa ukryta Warstwa wyjéciowa
n neuronow | neuronéw k neuronow

Rys. 1. Schemat jednokierunkowej wielowarstwowej sieci neuronowej

Najczgsciej wykorzystywanym modelem sieci jest model sieci jednokierunkowej, a
dokladnie warstwowej sieci perceptronowej. Ponad 80% zastosowan, to sieci
Jjednokierunkowe wielowarstwowe.

Sieci _jednokierunkowe wiclowarstwowe ze wsteczng propagacjg bledu stanowig
naturalne uogélnienie perceptronu Rosenblatta i zwane sg rowniez perceptronem
wiclowarstwowym. Przeptyw sygnalow odbywa si¢ od wejscia do wyjscia. Sieci
wielowarstwowe zbudowane s3 z wiclu warstw neuronéw. Wejscie kazdego neuronu z danej
warstwy ma polaczenic z wyjSciami wszystkich neuronéw w warstwie poprzednigj. W
modelu sieci wielowarstwowej pierwsza warstwa jest nazywana warstwa wejsciowa,
ostatnia — wyj$ciows, a pozostale — warstwami ukrytymi.

Warstwa wejSciowa ma za zadanie tylko wprowadzenic informacji do sieci, nie
przetwarza danych, ale podaje je do nastgpnej warstwy.

Warstwa ukryta jest to warstwa posiadajaca wagi i podlega adaptacji w procesie
uczenia si¢. W ogolnym przypadku liczba warstw ukrytych moze by¢ dowolna, ze wzgledu
jednak na skrécenie czasu obliczen stosuje si¢ przewaznie jedna lub dwie warstwy ukryte.
Zarowno liczbe tych warstw, jak i liczb¢ neurondéw w kazdej z nich, najcze¢sciej dobiera si¢
cksperymentalnie. Sic¢, w ktérej jest zbyt mata liczba neuronéw ukrytych, powoduje
niczdolno$¢ do zgromadzenia dostatecznej wiedzy o rozwigzywanym problemie, a zbyt
bogata architektura jest z kolei przyczyng uposledzenia, tzw. generalizacji (sie€ zapamigtuje
zbyt dokiadnie dane treningowe, co powoduje kiopoty z uogélnieniem ich na przypadki nie
objete procesem uczenia). Kazdy z neuronéw z warstwy wejsciowej polaczony jest z
neuronem z warstwy wyjsciowej — taka sie¢ nazywamy w pelni potaczona.

Warstwa wyjSciowa rowniez ma charakter adaptacyjny, ale w przeciwiefistwie do
warstw ukrytych nie przekazuje ona informacji do kolejnych neuronéw, ale wyprowadza je
na zewnatrz danej sieci.

Dobér liczby neuronéw w warstwic wejSciowej jest uwarunkowany wymiarem
wektora danych x. Podobnie jest w warstwie wyjSciowej, w ktorej liczba neuronéw rowna




si¢ wymiarowi wektora zadanego d. Problemem pozostaje dobor warstw ukrytych i liczby
neuronéw w kazdej warstwie. W ogdlnym przypadku liczba warstw ukrytych moze by¢
dowolna, ze wzglgdu jednak na skrocenie czasu obliczen stosuje si¢ przewaznic jedng lub
dwie warstwy ukryte. Model neuronu jest typu sigmoidalnego. Sklada si¢ on z elementu
sumacyjnego, do ktdrego dochodzg sygnaly wejsciowe xi, X2, ..., Xn, tworzgce wektor
wejsciowy x=[xi, X2, ..., Xn] , pomnozone przez przyporzagdkowane im wagi Wi, Wiz, ..., WiN,
tworzgce wektor wag i-tego neuronu wi=[wii, Wiz,..., win]", oraz przez warto$¢ Wi zwang
progiem. Sygnat wyj$ciowy sumatora oznaczono u; (2.1), przy czym

u; =Zw,].xj + W @.1)

Sygnat ten jest podawany na blok realizujgcy nieliniowg funkcj¢ aktywacji f{u;). Funkcja
ta przyjmuje postaé sigmoidalng (zachowuje wtedy ciaglo$¢ i proces uczenia sieci jest
latwiejszy). Posta¢ funkcji stanowi ciaglte przyblizenie funkcji skokowej, przy ktorej sygnat
wyjéciowy neuronu y; przyjmuje dowolne wartosci z przedziatu [0,1] dla funkcji
unipolamg;.

Funkcja sigmoidalna unipolarna (2.2), to:

1

- 1+exp(- f-u,) @2)

fu(ui)

Metodg uczenia sieci jednokierunkowych sigmoidalnych jest optymalizacja funkcji celu
zdefiniowanej dla sieci, minimalizujgca btagd mi¢dzy wartoSciami zadanymi i aktualnie
otrzymanymi na wyjéciu sieci dla wszystkich danych uczacych. Jest to uczenie pod
nadzorem. Sygnalom uczgcym towarzysza wartosci Zadane na wyj$ciu sieci. Celem uczenia
pod nadzorem jest minimalizacja odpowiednio zdefiniowanej funkcji celu, ktora w wyniku
umozliwi dopasowanie wartosci aktualnych odpowiednich neuronow wyjsciowych (wektor
y) do wartosci zadanych (wektor d) dla wszystkich p par uczacych. Za funkcjg¢ celu
przyjmuje si¢ btad sredniokwadratowy.

Stad w praktyce dla uzyskania dobrych zdolnosci uogélniania sieci nalezy ograniczaé
liczbg neuronéw ukrytych oraz liczb¢ powigzan miedzy neuronowych, jak réwniez stosowac
takie metody wstepnego przetworzenia danych, ktore umozliwiajg zmniejszenie
wymiarowosci wektora wejSciowego sieci. Najlepsze wyniki w uczeniu sieci mozna
osiagnaé przez odpowiedni dobér wstgpnych wartosci wag sieci. W wigkszosci zastosowan
uzywa si¢ glownie losowego doboru wag, przyjmujac rozklad réwnomierny w okreslonym
przedziale liczbowym [0,1] (tzw. randomizacja wag).

Dla sieci zawierajgcych co najmniej jedng warstwe ukryta metoda propagacji bledu
wstecz (Back Propagation — BP) jest jedng z najbardziej popularnych technik uczenia sieci.
Moze by¢ ona zastosowana do sieci o dowolnej liczbie warstw, przy czym muszg by¢ co
najmniej dwie warstwy, w ktorych sg ustawiane warto$ci wag.

Postacie sieci neuronowych:
- programowa (netware) — software, ktory emuluje neurony i ich polgczenia na
konwencjonalnych komputerze,




- neurokomputerowa — realizacja sicci neuronowej na poziomie sprzgtowym (fizyczne
elementy przetwarzajace i fizyczne potgczenia mi¢dzy nimi).

Sieci wielowarstwowe s3 uczone przy pomocy réznych algorytmdéw uczenia z
nauczycielem.

Metoda wstecznej propagacji blgdéw

Do tej pory pokazane zostalo uczenie pojedynczych neuronéw oraz definiowanie bigdu
na wyjsciu neuronu. W identyczny sposéb mozna zdefiniowa¢ btgd dla warstwy ostatniej w
przypadku sieci wielowarstwowych. W tym momencie pojawia si¢ problem zdefiniowania
bledu dla warstw ukrytych, poniewaz nie wiadomo, jaka powinna by¢ warto$¢ na wyjsciu w
poszczegblnych warstwach ukrytych. W tym przypadku nalezy zastosowaé najbardziej
rozpowszechniong technik¢ uczema sieci wielowarstwowych neuronowych zwang metoda
wstecznej propagacji bledow. Aby wyprowadzié algorytm metody, nalezy zdefiniowaé
miarg bl¢du. Bedzie to funkcja Q(w), gdzie w oznacza wektor wszystkich wag sieci
wiclowarstwowej NN. W trakcie uczenia sieci nalezy dgzy¢ do znmalezienia minimum
funkcji Q wzglgdem wektora w. Nalezy rozwina¢ funkcjg Q w szereg Taylora w
najblizszym sgsiedztwie znanego aktualncgo rozwigzania w. Rozwinigcie to zostalo
przedstawione wzdtuz kierunku p w sposéb nastgpujacy:

Q(w+ p)= QW) +lgW)]’ p+0.5p" HW)p+..., @3)
gdzie g(w) oznacza wektor gradientu, tzn,

L e A A
g(W)—[aw, ’aw2 ,6W3 9'"=aw"] > (24)

natomiast H(w) jest hesjanem, tzn. macierzg drugich pochodnych

g g
ww, T owow,
Hwy=| o (2.5)
50 90
owow,  owow,

Modyfikacj¢ przeprowadza si¢ w nastgpujacy sposob:
w(t+1) =w(t) + () plt), (2.6)

gdzie 1 jest wspotczynnikiem uczenia.

Modyfikacj¢ wag mozna wykonywac¢ tak dtugo, az funkcja Q osiggnie minimum lub jej
warto$é spadnie ponizej zalozonego progu. Zadanie sprowadza si¢ wiec do wyznaczenia
takiego wektora kierunkowego p, aby w kolejnych krokach algorytmu btad na wyjsciu
malat. Oznacz to, iz wymagane jest spetnienie nierownosci Q(w(t+1))<Q(w(t)) w kolejnych
krokach iteracji. Ograniczamy szereg Taylora aproksymujgcy funkcj¢ blgdu Q do
rozwinigcia liniowego, tzn.




O(w+ p)y=Q0w)+[gWT p. @7
Poniewaz funkcja Q(w) zalezy od wag wyznaczonych w kroku t, natomiast Q(w+p)
zalezy od wag wyznaczonych w kroku t+1, wigc aby =zachodzita zaleznosé
Q(w(t+1))<Q(w(t)), wystarczy tak dobraé wektor p(t), zeby g(w(t)) p(t)<0.
Mozna zauwazyé, ze warunek ten jest spetniony, jesli przyjmiemy
) =—g(w@)). (2.8)

Podstawiajgc zalezno$é (2.17) do wzoru (2.15) otrzymujemy wzér okreslajacy sposob
zmiany wag wielowarstwowej sieci neuronowe;j

w(t +1) = w(t)-ng(w(n)). 29)
Zalezno$¢ (2.8) znana jest w literaturze pod nazwg reguly najwigkszego spadku.
W celu efektywnego wykorzystania zalezno$ci (2.8) do wyprowadzenia algorytmu
wstecznej propagacji bledow, nalezy formalnie opisa¢ schemat wiclowarstwowej sieci

neuronowej oraz wprowadzié¢ odpowiednie oznaczenia. Na rys. 2 przedstawiono schemat
wielowarstwowej sieci neuronowej.

y2 y2
-0 e » » o® —l
@yl l@ym}:
ie lo « « 0 .
k ' L:
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W

Rys. 2. Wielowarstwowa sie¢ neuronowa

W kazdej warstwic znajduje si¢ Ny elementow, k=1,2,..., L, oznaczonych jako Nik,
i=l,..., Nk. Elementy Ni* beda nazywane neuronami, przy czym kazdy z nich moze byé
neuronem sigmoidalnym. Omawiana sie¢ neuronowa ma Np wejsé, na ktére s podawane
sygnaly x;(t), ..., xno(t) zapisywane w postaci wektora



x=[X,(Oens X (OF =12,... (2.10)

Sygnat wyjsciowy i-tego neuronu w k-tej warstwic jest oznaczony jako yM(t), i=L,...,
Ny, k=1,2,..., L. Neuron Ni* ma N, wejsé tworzacych wektor

(ORI EAOWEMN(O) R @1
przy czym x;®(t)=+1 dla i=0 oraz k=1,..., L.

Sygnat wejsciowy neuronu N jest powiazany z sygnalem wyjsciowym warstwy k-1 w
sposob nastgpujacy:

x(¢) dla k=1,
xP0=y¥@0 dla  k=2,.,L, (2.12)
+1 dla i=0,k=1,..,.L.
Wektor wag neuronu Ni* oznaczamy

wOO =W, O WP OF , k=1L, i=1,..., Ny (2.13)

Sygnat wyjsciowy neuronu Ni¥ w chwili t, t=1,2, ..., jest okreslony jako

AOEN A ON @19
przy czym
AMOE A_ﬁjw.j"’(t)xj“’(t). @.15)

Nalezy zauwazy¢, ze sygnaty wyj$ciowe neurondéw w warstwie L-tej
RO Oy, ) @.16)

s3 jednoczeé$nie sygnatami wyjsciowymi calej sicci. Sg one porownywane z sygnatami
WZOrcowymi sieci

4" (0,0, (O),ndy, (). @17
Btlad na wyj$ciu sieci Q jest definiowany nastepujgco:

o= ﬁsﬁ‘* ® =ﬁ CAKOESA () (2.18)
i=l i=]

Korzystajac z zaleznosci (2.7) i (2.16) otrzymujemy:




80() (2.19)

w2+ )=w (-7 :
i i aw”(k)(t)

W rezultacie algorytm wstecznej propagacji btedow mozna zapisa¢ w postaci:

Nl 1
»P0=1@P®) 020 =Y wP0x ). (220)
I=0
dPn-y*P@  dla k=1L, (221
0* = .
V5. 0w da k=1,.,L-1, 222
A OEFAL GV (A 0)) 223)
w, P+ 1= w, ) +275° (0)x,C ). (2.24)

Przedstawione powyzej zaleznosci matematyczne opisuja  sposéb  uczenia
wielowarstwowej sieci neuronowej. Dziatanie algorytmu zaczyna si¢ od podania wzorca
uczgcego na wejscie sieci. Najpierw zostaje on przetworzony przez neurony warstwy
pierwszej. Przetwarzanie oznacza wyznaczenie sygnatu wyjSciowego dla kazdego neuronu
w danej warstwie. Otrzymane w ten sposob sygnaly staja si¢ wejSciami dla neuronéw
warstwy nastepnej. Cykl ten powtarza si¢ az do warstwy ostatniej. Znajgc sygnat wyjsciowy
warstwy ostatniej oraz sygnat wzorcowy z ciggu uczgcego, mozna obliczy¢ btad na wyjsciu
sieci zgodnie ze wzorem (2.21). Wykorzystujac regule delta, podobnie jak dla pojedynczego
neuronu sigmoidalnego, mozna zmodyfikowaé wagi neuronéw ostatniej warstwy,
korzystajac ze wzoréw (2.21), (2.23), (2.24). Jednak w ten sposéb nie mozna zmodyfikowaé
wag w neuronach warstw ukrytych (nie znamy &’ dla neuronéw tych warstw), a przeciez
funkcja celu jest funkcja, w ktérej zmiennymi sa wszystkie wagi sieci. Dlatego btad
wyjSciowy propagowany jest od warstwy wyjsciowej do wejSciowej zgodnie z polaczeniami
neuronéw miedzy warstwami i z uwzglgdnieniem ich funkcji aktywacji (wzory (2.21),
(2.23), (2.24)). Nazwa algorytmu pochodzi od sposobu jego realizacji, tzn. biad jest
»cofany” od warstwy wyjsciowej do wejsciowe;.

Jak wspomniano wczesniej, uczenie sieci polega na znalezieniu minimum funkcji btedu.
Jest to funkcja wielu zmiennych, ktérymi sg wszystkic wagi. Funkcja taka moze mieé wiele
miniméw lokalnych. Niestety, metoda najwigkszego spadku nie jest metoda odporng na
wystgpowanie miniméw lokalnych i algorytm, poszukujagc rozwigzamia, moze w nich
utkngé. Dlatego stosuje si¢ modyfikacje algorytmu wstecznej propagacji bledow.
Najprostsza metoda, ktoéra eliminuje problem miniméw lokalnych, jest rozpoczynanie
uczenia sieci neuronowej dla roznych wartoséci wag poczatkowych.

Inng metodg jest dodanic do standardowej postaci metody najwickszego spadku
dodatkowego wspélczynnika o zwanego momentum, zgodnic z ktorym wzor (2.24)
modyfikujemy nastepujgco:
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w P+ D)= w,P )+ 2762 (0%, 0) + alw, ¥ @) - w, (- D]. (2.25)

Wspétczynnik ten uzaleznia wagi w kroku nastgpnym (t+1) nie tylko od ich wartosci w
kroku obecnym (jak w klasycznej metodzie wstecznej propagacji bigdéw), ale tez w kroku
poprzednim (t-1). Jezeli w kolejnych iteracjach kierunek modyfikacji wagi jest ten sam, to
sktadnik zawierajacy wspOiczynnik momentum powoduje wzrost wartosci przyrostu wagi i
przesunigcie jej z wicksza sita w kierunku minimum. Natomiast w przypadku odwrotnym
skladnik ten powoduje zahamowanie gwaltownych zmian wag. Wspotczynnik o przyjmuje
wartosci z zakresu (0,1), najcze$ciej zaklada si¢ 0=0,9.

2.2. Sie¢ neuronowa samoorganizujaca sie Kohonena [20]

Sie¢ neuronowa moze by¢ nauczana z nauczyciclem lub moze si¢ uczyé sama. Sieé
Kohonena nie tylko uczy si¢ sama (bez nauczyciela), ale réwniez tak uzgadnia (na zasadzie
wzajemnych oddziatywan) funkcjonowanie wszystkich neuronéw, 2e¢ ich Iaczne,
wypadkowe dziatanie stwarza pewng nowg jakos¢. Chodzi o automatycznie tworzone przez
sie¢ zlozone odwzorowanie (mapping) zbioru sygnalow wejsciowych w zbioér sygnaléw
wyjsciowych. Odwzorowanic to na ogél nie daje si¢ przewidzie¢ ani specjalnie
zdeterminowad, dlatego te sieci sg znacznie bardziej samodzielne i niezalezne niz np. sieci
MLP, poniewaz ich wlasciwosci sa w niewielkim stopniu narzucone przez tworcg sieci,
natomiast istote ich dziatania oraz koficowe odwzorowanie, bgdace skutkiem ich pracy —
determinuje gléwnie proces samoorganizacii.

Odwzorowanie jest to przeksztalcenie dowolnych sygnatow wejsciowych we wiasciwe
sygnaly wyjsciowe wedlug okreslonych regut. W przypadku wielu sygnalow wejsciowych i
wyjciowych to odwzorowanie staje si¢ zadaniem bardzo trudnym, kiopotliwych i
czasochfonnym. W takim przypadku pomocne mogg okazaé si¢ samoorganizujace si¢ sieci
neuronowe. Przykladowa struktura zostata przedstawiona na rys. 3.

Warstwa topologiczna

v

e

= Warstwa
&r wejsciowa

Rys. 3. Struktura samoorganizujgcej si¢ sicci neuronowej
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Sieci samoorganizujace si¢ maja zazwyczaj duzo wej$¢. Na rys. 3 pokazano jedynie 3
wejscia, zeby nie komplikowa¢ rysunku. Przy 30 wejsciach platanina polaczen bytaby
niemozliwa do przesledzenia. W praktyce sieci tego rodzaju maja kilkanascie (a czgsto
nawet kilkadziesiat) wej$é, a ich uzytecznos¢ w kontekscie réznych zastosowan jest z reguly
tym wigksza, im wigcej sygnalow wejSciowych taka sie¢ potrafi obstuzyé. Jednak co
wazniejsze i trudniejsze: sieci te maja zwykle jeszcze wigeej wyjsé, gdyz skladaja si¢ z
ogromnej liczby neurondw, tworzacych lacznie tak zwang warstwe topologiczng. Tu
okreslenie ,,duzo neurondéw” oznacza przynajmniej kilkadziesigt, cz¢sto kilkaset, nierzadko
nawet kilka tysigcy neurondw — wicce jest to duzo wigeej niz w zwyklych sieciach MLP.

Jak zrozumieé, co wlasciwie sie¢ przedstawia w tej ogromnej warstwie topologicznej
jako wynik swojej pracy?

Jest tutaj wykorzystana koncepcja rywalizacji neuronéw oraz wylaniania zwycigzcy. Po
podaniu sieci dowolnego konkretnego sygnatu wejSciowego wszystkie neurony warstwy
topologicznej obliczaja swoje sygnaly wyjsciowe, bedace odpowiedziami na ten sygnal.
Wsrdd tych sygnaléw jeden z reguly jest majwickszy — i neuron, ktéry wiasnie ten
najwickszy sygnal wyprodukowat staje si¢ zwycigzcg (rys. 4).

Rys. 4. Przykladowy rozktad wartosci sygnaléw wyjsciowych neuronéw warstwy
topologicznej oraz wytoniony w wyniku oceny tych sygnatow ,zwycigzca”

Proces samoorganizacji skutkuje migdzy innymi tym, ze taki zwycigski neuron jest tylko
jeden oraz powoduje, ze przewaga ,.Zzwycigzcy” nad ,konkurentami” jest bardzo duza i
wyrazna. Jedynie w przypadku, gdy sieé (po procesie samoorganizaciji) dostanie na wejscie
jaki$ zupehie nietypowy sygnal (niepodobny do zadnego sygnatu, ktéry wystgpowal w
zbiorze uczgcym) — sg trudnosci z wylonieniem zwycigzey, bo wszystkie neurony warstwy
topologicznej produkujg bardzo stabe (malo zréznicowane) sygnaty. Jest to jednak sytuacja
nietypowa.

Na czym polega samoorganizacji w sieci i do czego moze si¢ przydaé?




Sieci tworzg catkiem same, wylacznie na podstawie obserwacji danych wejsciowych, pewne
odwzorowania zbioru sygnatow wejsciowych w zbior sygnaléw wyjsciowych, przy czym s3
to odwzorowania spelniajagce pewne ogélne kryteria, w zaden jednak sposéb nie
determinowane z gory przez twolrcg sieci ani jej uzytkownika. Struktura i wiasciwosci
potrzebnego nam odwzorowania powinny powsta¢ same W nastgpstwie procesu
skoordynowanego samouczenia wszystkich elementéw sieci. Takie spontaniczne tworzenie
przez sie¢ potrzebnego odwzorowania sygnatéw nazywane jest wlasnic samoorganizacjg.

Z pewnego punktu widzenia jest to jedynie jeszcze jedna forma samouczenia, jesli jednak
popatrzymy na jej skutki to okaze si¢, z¢ mamy tu do czynienia z wyraznic wyzszym
stopniem adaptacji sieci, angazujacym nie tylko optymalizacj¢ parametréw kazdego neuronu
z osobna, ale — co jest wiasnie nowoscia — koordynacj¢ dziatah neuronéw, wprowadzajaca
do obliczen bardzo pozadane efekty grupowania i kolektywnoSci.

Efekt grupowania polega na tym, ze sie¢ w procesie samoorganizacji usituje rozdzielaé
dane wejsciowe, wyrézmiajac wérdd nich pewne klasy podobiefistwa. Dziata to tak, ze
wérdéd obiektow wejsciowych (opisywanych przez wejsciowe sygnaly) wykrywane sa
(calkiem automatycznie) takie ich grupy, w ktorych mozna umiesci¢ sygnaty podobne do
siebie nawzajem i ktore jednoczesnie sg wyraznie odmienne od sygnatow przypisanych do
innych grup. Takie grupowanie danych jest bardzo przydatne w wielu zastosowaniach,
wypracowano wigc szereg specjalizowanych technik matematycznych pozwalajacych na
analizowanie danych (najcze$ciej statystyczne) i na tworzenic wlasnie takich grup danych.
Te techniki nazywane s3 analiza skupief (cluster analysis). Sa one chetnie stosowane w
ekonomii — np. do wykrywama, ktore przedsigbiorstwa sa podobne do siebie i moga w
zwigzku z tym stwarza¢ podobne rokowania rentownos$ci inwestycji. Sg tez stosowane w
medycynie — do badania, ktore objawy wskazuja na rézne odmiany tej samej choroby, a
ktore wskazujg juz na obecnos¢ nowej, by¢ moze nie znanej choroby.

Atrakcyjno$é neuronowego podejscia do problemu grupowania danych polega gtéwnie na
tym, Ze proces samoorganizacji moze by¢ tu prowadzony absolutnie automatycznie i
spontanicznie, a twérca sieci me musi jej przy tym udzielaé zadnych wskazoéwek, poniewaz
komplet potrzebnych informacji zawarty jest w samych wejsciowych danych (z ktorych sie¢
sama wydobedzie obserwacje, ze jedne s podobne do siebie nawzajem, a inne nie). Ponadto
po nauczeniu sieci grupowania wejsciowych danych powstang bardzo uzyteczne systemy —
»Zwycigskie” neurony, ktére wyspecjalizowaly si¢ w rozpoznawaniu poszczegélnych klas
sygnatéw wejsciowych, s3 wigc ich detektorami i inogg by¢ uzyte do ich sygnalizowania.

Co to jest kolektywnos¢ dzialania sieci? Sieci, w ktoérych zachodzi samoorganizacja, sg tak
zorganizowane, e to, co rozpoznaje jeden neuron, w duzej mierze zalezy takze od tego, co
rozpoznaja inne neurony, znajdujace si¢ w poblizu. W ten sposob zbiorowos¢ neuronow
(czyli ich kolektywizm) moze w sposob pelniejszy i bogatszy przetwarza¢ informacje niz
kazdy z neuronéw z osobna wzigty.

Na rys. 5 pokazano efekt rozpoznawania figur geometrycznych w samoorganizujgcej si¢
sieci neuronowe;.




Rys. 5. Efekt rozpoznawania figur geometrycznych
W samoorganizujacej si¢ sieci neuronowe;j

Figury pokazano sieci jako obrazy. W miejscach, gdzie sie¢ ustawita (catkiem samal)
neurony sygnalizujgce poszczegblne ksztalty pokazywanych jej figur geometrycznych —
narysowano odpowiednie figury. To rozmieszczenic nie jest przypadkowe. Zgodnie ze
strzatkami, ktore zostaly dorysowane na rysunku nalezy zaczaé¢ od neuronu, ktéry staje si¢
~Zwycigzey”, ilekro¢ sieci pokazany zostaje kwadrat. Niedaleko od niego jest neuron
sygnalizujacy pigciokat, a nieco dalej — neuron sygnalizujacy o$miokat. Stusznie, gdyz
pigciokat jest bardziej podobny do kwadratu niz o$miokat. Nicopodal osmiokgta ulokowat
si¢ neuron rozpoznajacy koto. Od niego krétka droga wiedzie do neuronu sygnalizujgcego
clipse, ktora z kolei jest niedaleko od neuronu rozpoznajgcego pétkole. Potkole ma wyraZnie
powinowactwo do mniejszego kawatka kola nazwanego sektorem, a ten z kolei ma wyraznie
zblizony ksztalt do tréjkata. ..

Stad wynika, ze efekt kolektywnego dzialania sieci samoorganizujacych si¢ jest bardzo
cieckawy. Ten efekt jest przyczynkiem do ogélniejszych rozwazan: Otéz system, czyli
wilasnie zbiorowos¢ odpowiednio powigzanych i wspélpracujgcych elementéw, stwarza
mozliwos¢ uzyskania nowych form zachowania i nowych postaci dziatan, znacznie
bogatszych, niz by mozna oczckiwaé biorac pod uwage kazdy z elementéw z osobna. Na
przyklad kazdy pojedynczy owad jest dos¢ prymitywnym =zwierzeciem, a tymczasem
zbiorowos¢ owadéw (rodzina pszczela, mrowisko) zdolne s3 do celowych,
skomplikowanych i bez watpicnia inteligentnych dziatan.

Kluczem do zrozumienia i uzywania sieci SOM jest pojgcie sgsiedztwa neuronow.
Jak wprowadza si¢ do sieci sgsiedztwo?
Jesli — na przyktad- nicktére sygnaly wejSciowe sa do siebie jako$ podobne (w dowolnym

sensie), to moze nam zalezed, zeby ich pojawianie si¢ bylo sygnalizowane przez neurony
sgsiadujace ze sobg w sieci. Tak dziala sie¢ SOM, ktérej wynik zostat pokazany na rys. 8.




Po raz pierwszy sgsiedztwo neuronéw wykorzystalt Kohonen i dlatego w literaturze sieci
wykorzystujace sasiedztwo nazwane s3 sieciami Kohonena. Do tej pory neurony sieci
rozwazane byly jako jednostki w znacznym stopniu niezalezne od siebie. Byly one
wprawdzie tgczone ze sobg i przekazywaly sobie nawzajem sygnaly (jak to w sieci) — ale ich
wzajemne poloZenie w warstwach nic miato zadnego znaczenia. Tymczasem w rozwazanej
sieci SOM bardzo wazne okazuje si¢ to, ktore neurony warstwy topologicznej uznane
zostang za sgsiadujace ze soba, gdyz bedzie to w zasadniczy spos6b rzutowalo na
zachowanie calej sieci.

Najczesciej neurony warstwy topologicznej kojarzymy z punktami jakiej§ mapy, dlatego
typowo rozpatrujemy sasiedztwo dwuwymiarowe: neurony rozwaza si¢ tak, jakby byly
rozmieszczone w weztach regularnej siatki ztozonej z wierszy i kolumn. W siatce takiej
kazdy neuron ma przynajmniej czterech sasiadow: dwoch w poziomie i dwoch w pionie.
Jezeli zachodzi taka potrzeba to sgsiedztwo mozna traktowaé szerzej: dopuscié takze
sgsiadow po przekatnej, albo dolgczy¢ do sgsiedztwa neurony znajdujgce si¢ w dalszych
rzgdach lub kolumnach. Przyktadowe topologie sieci, to siatka prostokatna, siatka
heksagonalna, tancuch otwarty i taficuch zamknigty. Sg one przedstawione na rys 6.

Rys 6. Topologie sieci: siatka prostokatna, siatka heksagonalna, tancuch otwarty i tancuch
zamkniety. Linie faczace neurony okreslajg relacje topologiczne

W specjalistycznych zastosowaniach sieci SOM mozna wprowadzié sasiedztwo 3-, 4-, 5- i
wigcej wymiarowe. Jednak zdecydowanie najwigcej praktycznych zastosowan znajdujg sieci
jedno i dwuwymiarowe.

Sasiedztwo dotyczy oczywiscie wszystkich neuronow sieci: kazdy neuron posiada komplet
sgsiadow i sam z kolei jest sasiadem dla innych neuronow. Tylko neurony znajdujace si¢ na
brzegu sieci nie maja kompletu sgsiadow, ale mozna temu zaradzi¢ wprowadzajac specjalng
umowe (na przyktad ,.domykajac” sie¢ w taki sposob, ze neurony z goémego brzegu sa
traktowane jako sgsiednie w stosunku do neuronéw z dolnego brzegu; podobnie domyka si¢
lewa i prawg krawedz sieci).

Co wynika z tego, ze jakie$ neurony uwaza si¢ za sgsiednie?
Fakt, ze pewne neurony uznane s3 za sjsiednie, ma bardzo duze znaczenie. Kiedy w

procesie uczenia jaki$ neuron zostaje zwycigzea i podlega procesowi uczenia — wraz z nim
uczy sig takze jego sgsiadow. Jednak silnie uczony jest zwycigzca, a jego sasiedzi sg uczeni

16




niecco mniej intensywnie. Sgsiedzi s3 uczeni tak, aby w przysztosci mieli sklonnosé do
rozpoznawania tego wiasnie sygnatu wejsciowego. Jaki bedzie skutek takiego uczenia? Otéz
jesli sygnaty wejéciowe do sieci beda nadchodzily w taki sposob, ze bgda wyraZznie
wyrézmione ich skupiska, to poszczegélne neurony sieci bgdg usitowaly zajaé (poprzez
swoje wektory wag) pozycje w centrach tych skupisk, za$ sgsiednic neurony bedg
»~Obstawialy” sasiednie skupiska. Takg sytuacj¢ przedstawia rysunek 7, na ktérym kétkami
zaznaczono punkty reprezentujgce sygnaly wejSciowe, natomiast gwiazdki odpowiadajg
potozeniu wektoréw wag poszczegdlnych neuronéw.

Prrzestizen sygnafow
wejiciowych oraz woyg

e

poore

Rys. 7. Efekt uczenia sieci Kohonena, gdy sygnaly wejSciowe tworza wyrazne skupiska

Gorsza sytuacja pojawi si¢ wtedy gdy sygnaly wejsciowe beda réwnomiernie roztozone w
pewnym obszarze przestrzeni sygnalow wejSciowych. Woéwcezas neurony beda mialy
tendencje do tego, by podzielié si¢ funkcjg rozpoznawania tych samych sygnatéw w taki
sposob, by kazdy podzbiér sygnatéw wejéciowych mial wyrézniony neuron, ktéry bedzie
wykrywat sygnaly z innego podobszaru.

Po skoficzonej nauce neurony warstwy topologicznej podzielg pomigdzy siebie przestrzefi
sygnatéw wejsciowych w taki sposob, ze kazdy obszar tej przestrzeni bedzie sygnalizowany
przez osobny neuron. Co wigcej, te neurony, kiére zostaly uznane za sgsiednie — beda
wykazywaly sklonno$é do rozpoznawania bliskich, czyli podobnych do siebie obiektow
wejsciowych.

Co potrafig w praktyce zrobi¢ sieci Kohonena?
W istocie to co powstaje w sieci Kohonena jest to wewngtrzny model zewnetrznego Swiata.
Tak samo jest z cztowiekiem. Kazdy ma neuron np. zwigzany z identyfikowaniem drogi do

domu, czy rozpozmajgcy ulubione ciastko. Do kazdego wrazenia zmystowego, ktére
rozpoznaje cztowiek, do kazdej sytnacji, ktorg zna — ma w mézgu model.
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W przypadku dzialania robota, ktéry ma dwa sensory, jeden sensor dostarcza informacji o
wielkosci o§wietlenia, a drugi o natgzeniu dzwigku. W ten sposob kazdy punkt przestrzeni
sygnatlow wejSciowych odpowiadaé bedzie jednemu Srodowisku o jakim$ konkretnym
zestawie cech — jedne bgda jasne i ciche, inne ciemne i glosne, itp.

Robot wyposazony w sie¢ Kohonena zaczyna swoje dziatanie od tego, ze obserwuje
otoczenie. Czasem jest w tym otoczeniu jasno, czasem ciemno, czasem glosno, czasem
cicho — ate okazuje si¢, ze jedne kombinacje sygnatéw wejsciowych wystepujg w otoczeniu
robota - a inne nie. Robot klasyfikuje nadchodzace dane, gromadzi o nich wiedze,
wyspecjalizowuje swoje neurony — az po pewnym czasie ma juz wytrenowang swojg sie¢
Kohonena, w ktérej kazdej zdarzajacej si¢ w praktyce sytuacji odpowiada neuron, ktory ja
identyfikuje i wykrywa. Kazdy neuron sieci Kohonena tego robota, rozpoznajacy jeden ze
zdarzajacych si¢ (tylko takich) stan6w zewnetrznego $wiata, pelni w systemie sterowania
robota funkcje gotowego wzorca. Zatem proces samouczenia sieci Kohonena tworzy w
sterowniku robota taki swoisty zespot gotowych wzorcoéw, bedacych zbiorek modeli dla
kazdej sytuacji, w jakiej moze si¢ znalez¢é wykorzystujgcy sie¢ robot.

Taki model jest bardzo wazny, poniewaz majgc model mozna z jego pomocg sklasyfikowaé
kazda sytuacjg wejsciowg (wynikajgcg z sygnaloéw dostarczanych przez sensory). Z kolei
zaklasyfikowawszy aktualna sytuacje do jednej z wczesnigj ustalonych klas, robot moze
odpowiednio dostosowaé do tej sytuacji swoje zachowanie. Np. jesli sytuacja normalna
(cicho i niezbyt jasno), to robot powinien posuwaé si¢ do przodu, jesli $wiatto zgasnie to
powinien si¢ zatrzymac, itp. Wazne jest, ze nie trzeba podawac szczegétowych wytycznych,
co robot ma robi¢ w kazdej mozliwej sytuacji. Na podstawie sgsiedztwa neurondéw
wykrywajacych podobne sytuacje mozna poprzesta¢ na podaniu kilku wskazéwek dla kilku
wybranych sytuacji, a wytrenowana sie¢ Kohonena w ,mézgu” robota sama ustali, co
nalezy zrobi¢. Po prostu stwierdziwszy, ze w stosunku do aktualnej sytuacji rejestrowanej
przez jego sensory nie ma gotowej recepty postgpowania, robot sam rozpozna (na podstawie
struktury sgsiedztwa w sieci neuronowej), ze sposrod stanow sieci, dla ktorych okre§lono
najwladciwsze dzialanie, najblizsza jest pewna inna konkretna sytuacja. Jesli dla tej
najblizszej sytuacji zapisano w pamigci, ze nalezy zrobi¢ cos konkretnego — to zapewne w
aktualnie rozpoznawanej podobnej sytuacji celowe jest zrobienie tego samego albo czegos
podobnego. Na przyklad, jesli sytuacja, stanowigca wykorzystywang analogi¢, zwigzana
byla z poleceniem szybkiej jazdy do przodu — we wszystkich nie zdefiniowanych przez
uzytkownika sytuacjach ,.sgsiednich” mozna tez zastosowaé jazde do przodu, ale na
przyktad ze zredukowana predkoscia.

W ten sposob jesli dla kilku tylko modelowych sytuacji okreslimy, co i kiedy nalezy robi¢ —
robot bgdzie umiat (lepiej lub gorzej) zachowa¢ si¢ w dowolnej sytuacji. Warto podkreslic,
ze dotyczy to nie tylko $cisle i doktadnie tych obiektéw, ktore pojawily si¢ w trakcie
procesu samouczenia sieci. Podczas samouczenia sieci Kohonena wystepuje jak to zwykle w
sieciach neuronowych proces usredniania i generalizacji.

Sie¢ Kohonena i jego algorytm

Sie¢ Kohonena zostala nazwana przez jego twércg samoorganizujgcym si¢
odwzorowaniem (Self-Organizing Map - SOM) Ilub samoorganizujacym si¢
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odwzorowaniem cech (Self-Organizing Feature Map - SOFM) i jest najbardziej
popularnym typem sieci okreslanej mianem sieci samoorganizujacej sie.

W sieci tej mamy do czynienia z uczeniem konkurencyjnym. Oznacza to, Ze
uzytkownik ma do dyspozycji jedynie wzorce wejsciowe, nie posiada natomiast zadnych
wzorcow wyjscia. Zadaniem sieci w trakcie procesu uczenia jest wytworzenie takich
wzorcow. Sie¢ ma na celu utworzenie takiej struktury, ktdra w najlepszy sposob bedzie
odwzorowywata zaleznosci w przestrzeni wektorow wejsciowych.

Sie¢ jest zwykle jednokierunkowa, w ktérej kazdy neuron jest polaczony ze wszystkimi
skladowymi N-wymiarowego wektora wejsciowego x. Wagi potaczen neurondéw tworza
wektor wi=[wii, Wiz, ..., wiN]T. Wektor sygnatéw wejsciowych x jest przed procesem
uczenia normalizowany ||x[|=1, co mozna zapisac jako

%

X 2
\‘E-'(") (2.26)

Po pobudzeniu sieci wektorem wejsciowym x, podczas wspolzawodnictwa wygrywa
neuron, ktérego wagi najmniej r6znig si¢ od odpowiednich sktadowych tego wektora.
Zwycigzca, neuron w-ty, spelnia relacje

X =

d(x,w,) = rlgza d(x,w;) @27)

gdzie d(x, w) oznacza odleglo$¢ w sensic wybranej metryki migdzy wektorem n a
wektorem w.

Wokot i-tego neuronu przyjmuje si¢ topologiczne sasiedztwo G(i,x).
W klasycznym algorytmie Kohonena funkcja G(i,x) jest definiowana nast¢pujaco:

. _f1 dla da(i,w) <R (2.28)
G(Lx) = {0 dla  pozostatych

gdzie d(i,w) oznacza odlegtoé¢ euklidesowa migdzy neuronem zwycigskim w; a i-tym
neuronem, R — promieniem sasiedztwa.

Wspdlczynnik uczenia jest promieniem sasiedztwa o wartosciach malejacych z
czasem. Ten typ, to sasiedztwo prostokatne.

Drugim typem sasiedztwa, z jakim moZna si¢ spotka¢ w mapach Kohonena, jest
sgsiedztwo gaussowskie, gdzie

Gi,x) = exp (— L2 229




O stopniu adaptacji neurondéw z sasiedztwa zwyciezcy decyduje odleglo$¢ euklidesowa
oraz promieft sgsiedztwa. Przy sasiedztwie gausowskim stopien adaptacji jest
zréznicowany, w przeciwienstwic do sasiedztwa prostokatnego, gdzie kazdy neuron
podlega adaptacji w tym samym stopniu i zalezy od funkcji Gaussa. Sgsiedztwo
gausowskie jest lepsze i1 prowadzi do lepszych rezultatdw uczenia i lepszej organizacji
sieci.

Wagi neuronow modyfikuje si¢ zgodnie z zalezno$cia:

w; (2 +1) = w, () + » GG, D[ x—w; ()] (2.30)

Gdzie: w; oznacza wektor wag w i-tym neuronie, n — numer kroku iteracji, M -
wspdtczynnik uczenia

We wzorze tym oddzielono wspolczynnik uczenia kazdego neuronu (i) od jego
odlegtosci wzgledem wektora x, uwzglednionej przez funkcje sgsiedztwa G(i,x).

W mapach odwzorowan topologicznych Kohonena najpierw okreslany jest zwycigzca,
stosujac euklidesowa miarg odlegloici, a nastgpnie wartos¢ wspélczynnika uczenia
neuronéw nalezacych do sasiedztwa zwycigzcy.

Miara odleglosci

W procesie samoorganizacji na kazdym etapie nalezy wyloni¢ zwyci¢zce - neuron,
ktorego wektor wagowy rozni si¢ najmniej od wektora na wejsciu x. Aby méc okreslié,
ktora odleglo$¢ jest najmniejsza, nalezy dobra¢ odpowiednia metryke, w jakiej mierzona
bedzie odleglosé migdzy wektorem x a w;. Najczesciej uzywa sie

- miary euklidesowej
m ]
d(x,w) = [x-w]= 1‘2 (%5 = wy)
Jel (2.31)
- iloczynu skalarnego
d(x,w) = 1= xw; = 1= |xfw;fcos(z, ;) @.32)

- miary wedlug normy L1 (Manhattan)

N
d(x,w)= le"wiil
A 2.33)
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- miary wedhug normy L

d(xw,) = max|x, - | 2.34)

Najciekawsze efekty uzyskuje si¢, wprowadzajagc metody Kohonena dla sieci
neuronowych dwuwymiarowych, to znaczy takich, w ktérych neurony ulozone sg w
strukturg tablicy o pewnej liczbie wyréznionych wierszy i kolumn. Dla tego typu sieci
opisane sa w literaturze bardzo interesujace formy zachowania. Sieci tego typu sg w stanie
samorzutnie si¢ organizowaé, by odwzorowac struktur¢ wejsciowego dwuwymiarowego
obiektu - na przyktad samorzutnie utworzy¢ siatk¢ rownomiernie pokrywajacg okreslony
ksztatt analizowanego obszaru.

Etapy dzialania samoorganizujacych si¢ sieci neuronowych

Funkcjonowanie samoorganizujacych si¢ sieci neuronowych odbywa si¢ w trzech
etapach:

« konstrukcja
e uczenie
= TOZpOZNawanie.

System, ktory miatby realizowaé funkcjonowanie sieci samoorganizujacej si¢, powinien
sklada¢ si¢ z kilku podstawowych elementéw. Pierwszym z nich jest macierz neuronow
pobudzanych przez sygnaly wejsciowe. Sygnaly te powinny opisywaé pewne
charakterystyczne cechy zjawisk zachodzacych w otoczeniu tak, aby na ich podstawie sieé
byla w stanie je pogrupowaé. Informacja o zdarzeniach jest przekladana na bodzce
pobudzajgce neurony. Zbior sygnaléw przekazywanych do kazdego neuronu nie musi byé
identyczny, nawet ich ilo$¢ moze by¢ rozna. Musza one jednak spetnia¢ pewien warunek, a
mianowicie jednoznacznie okresla¢ dane zdarzenia.

Kolejng czgsicig skladowg sieci jest mechanizm, ktéry dla kazdego neuronu okresla
stopien podobienstwa jego wag do danego sygnatu wejéciowego oraz wyznacza jednostke z
najwi¢kszym dopasowaniem - zwyciezcg. Obliczenia zaczynamy dla wag réwnych matym
liczbom losowym, przy czym wazne jest, aby nie zachodzita zadna symetria. W trakcie
uczenia wagi te s3 modyfikowane w taki sposob, aby najlepiej odzwierciedla¢ wewngtrzng
strukture danych wejsciowych. Istnieje jednak niebezpieczefistwo, Zze zwigza si¢ one z
pewnymi warto$ciami, zanim jeszcze grupy zostang prawidtowo rozpoznane, i wtedy trzeba
ponawia¢ uczenie z innymi wagami.

Wreszcie konieczne do przeprowadzenia samoorganizacji jest, aby sie¢ byla wyposazona
w zdolno$¢é do adaptacji wartosci wag neuronu zwycigzcy i jego sasiadow w zaleznosci od
sity, z jaka odpowiedzial on na dane wejscie. Topologi¢ sieci mozna w latwy sposéb
okresli¢ poprzez zdefiniowanie sgsiadéw dla kazdego neuronu. Zalozmy, ze jednostke,
ktorej odpowiedZ na dane pobudzenie jest maksymalna, bgdziemy nazywali "obrazem" tego
pobudzenia. Wtedy mozemy przyjaé, ze sie€ jest uporzadkowana, jesli topologiczne relacje
mi¢dzy sygnatami wejsciowymi i ich obrazami sg takie same.
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2.3. Podsumowanie sieci neuronowych uzytych do eksperymentéow

Sieci MLP niezmiennie s najbardziej rozpowszechnionymi i uniwersalnymi sieciami
neuronowymi stosowanymi do rozwigzywania réznych problemoéw.

Samoorganizujgce si¢ mapy, zwane tez sieciami Kohonena, to sieci neuronéw, z ktérymi
sg stowarzyszone ich wspolrzgdne definiowane na prostej, plaszczyZznie lub w dowolnej n-
wymiarowej przestrzeni. Uczenie tego rodzaju sieci polega na zmianach wspoirzgdnych
neuronéw tak, aby dazyly one do wzorca zgodnego ze strukturg amalizowanych danych.
Oznacza to, Ze sieci ,10zpinajg si¢” woké! zbioréw danych, dopasowujac do nich swoja
strukture.

3. Eksperymenty dotyczace tworzenia algorytmow
lokalizacji awarii w sieci wodociggowej

3.1. Stan obecny

W Instytucie Badah Systemowych PAN opracowano do tej pory 2 algorytmy
lokalizowanija awarii w sieci wodociggowej. Pierwszy z nich korzysta jedynie z systemu
monitoringu i zostal czgsciowo przetestowany w wodociagach rzeszowskich [16]. Polega on
na tym, ze dla punktow pomiarowych zainstalowanych na sieci wodociaggowej wyznacza si¢,
na podstawie pomiaréw historycznych, tak zwane standardowe wzglednie wzorcowe krzywe
przeptywow godzinowych i poréwnuje si¢ je z biezgcymi pomiarami odczytywanymi przez
system monitoringu. Jezeli réznica migdzy wyznaczang krzywa biezgcg i wyznaczona
krzywa wzorcows jest mniejsza od zadanego przedziahu tolerancji, to przyjmuje sig, ze sie¢
wodociggowa pracuje bezawaryjnie. Jezeli natomiast ta roznica jest duze, to przyjmuje sie,
Ze w otoczeniu punktu pomiarowego sygnalizujgcego tg réznicg nastapit stan awaryjoy.

Z kolei inny algorytm lokalizacji awarii korzysta juz zar6wno z systemu monitoringu,
jak i skalibrowanego modelu hydraulicznego sieci wodociagowej [17]. Algorytm ten sktada
si¢ z nastgpujacych krokow:

e  Wykonanie obliczen hydraulicznych sieci, dla zadanego poziomu obcigzenia, za

pomocg modelu hydraulicznego.

e Zapis wartosci przeplywow i ci$niefi w punktach pomiarowych systemu monitoringu

dia wykonanych obliczen (zapis standardowego rozktadu ci$nien i przeptywow).

e Symulacja wyciekéw w kolejnych weztach sieci wodociagowej za pomocg modelu

hydraulicznego.

e Zapis warto$ci przeptywéw i ci$nieh w punktach pomiarowych dla wykonanych

symulacji stanéw awaryjnych (zapis awaryjnych rozktadow cisnien i przeptywoéw).

® Rejestracja pomiaru z systemu monitoringu, odbiegajacego od standardu dla

zadanego poziomu obcigzenia sieci.

e Zapis wartosci przeplywow i ciSnieh w punktach pomiarowych dia stwierdzonej

nietypowe;j sytuacji (zapis nietypowego rozktadu cisnien i przeplywoéw).
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e Znalezienie wérod zapisow stanéw awaryjnych zapisu najbardziej zblizonego do
zapisu nietypowego. Znaleziony zapis wskazuje wezel sieci, w  ktérym
najprawdopodobniej doszio do wycieku.

3.2. Analiza lokalizacji awarii przy wykorzystaniu sieci neuronowej

Analiza obecnego stanu badafh dotyczacych wspomagania wykrywania i lokalizacji
wyciekow wody w sieci wodociggowej wykazala, zc jest miejsce na kolejne badania
dotyczace tego problemu. W ramach projektu opracowywane sg algorytmy lokalizacji awarii
w postaci sieci neuronowych dla sieci wodociagowej na podstawie danych rzeczywistych z
Rzeszowa. Do modelowania sieci wodociggowej, dla celéw poréwnawczych i weryfikacji
wynikow, zostang zastosowane dwa typu sieci neuronowe: MLP oraz Kohonena.

3.2.1. Algorytm lokalizacji awarii sieci wodociggowej

Pierwszy etap prac z wykorzystaniem sieci neuronowych dotyczy opracowania samego
algorytmu lokalizacji awarii sieci wodociagowej, ktory w przyszlosci stanie si¢ elementem
tworzonego systemu komputerowego [24]. Bazujgc na okreslonej liczbie czujnikow
przeptywu zainstalowanych w przewodach sieci wodociagowej i dysponujac odpowiednio
wytrenowang siecig neuronowg, mozna pojawiajace si¢ awarie sieci szybko i w sposob
automatyczny wykrywac i lokalizowag.

Algorytm ten sktada si¢ z nastepujgcych krokow:

1. Wyznaczenie punktéw wrazliwych sieci wodociggowej przy uzyciu systemu do
optymalnego planowania systemu monitoringu.

2. Wybor odpowiedniej liczby najbardziej wrazliwych punktéw pomiarowych, z
ktérych pozyskuje si¢ najwickszy zasob informacji o wystgpujacych w sieci stanach
awaryjnych.

3. Wykonanie obliczen hydraulicznych sieci, dla zadanego poziomu obcigzenia, za
pomoca wybranego i odpowiednio skalibrowanego modelu hydraulicznego.

4. Zapis wartosci przeplywow i cisniefi w punktach pomiarowych systemu monitoringu
dla wykonanych obliczen (zapis standardowego rozkladu cisniert i przeplywow).

5. Symulacja wyciekéw w kolejnych weztach sieci wodociagowej za pomoca modelu
hydraulicznego.

6. Zapis wartoSci przeplywow i ciSnien w punktach pomiarowych dla wykonanych
symulacji stanéw awaryjnych (zapis awaryjnych rozktadow ci$nien i przeptywow).

7. Utworzenie klasyfikatora lokalizujgcego awarie w postaci réZznego typu sieci
neuronowych i wybdr klasyfikatora najlepszego wedlug kryterium najwigkszej
wrazliwosci.

8. Rejestracja z systemu monitoringu pomiaru odbiegajacego od standardu dla
zadanego poziomu obcigZzenia sieci, czyli w przypadku wystgpicnia awarii
znalezienie wéréd modeli sieci neuronowych modelu takiego, ktéry wskazuje
doktadnie wezet sieci z zaistniatym wyciekiem.
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3.2.2. Wyznaczenie punktow wrazliwych sieci wodociggowej przy uzyciu
algorytmu do planowania systemu monitoringu

W celu znalezienia najlepszych lokalizacji czujnikéw w punktach pomiarowych systemu
monitoringu wyznacza si¢ tzw. punkty wrazliwe sieci wodociagowej przy uZyciu algorytmu
do planowania systemu monitoringu.

Aby zmaksymalizowa¢ ilo$¢ informacji przekazywanych przez punkty pomiarowe,
powinny on by¢ tak wybrane, aby przekazywaty wiedz¢ o stanie sicci nie tylko z danego
punktu, ale rowniez z jego takze dalszego otoczenia. Takie punkty charakteryzujgce si¢ duza
wrazliwoscia na zmiany stanu sieci nazwiemy punktami charakterystycznymi.
Maksymalizacja przekazywanej informacji oznacza zwykle, w tradycyjnie planowanych
systemach monitoringu, zwigkszanie liczby punktéw pomiarowych, a wigc dziatanie
przeciwne do opisanego powyzej.

Dlatego nalezy podkresli¢, ze odpowiedni wybor stosunkowo niewielkiej liczby punktow
charakterystycznych moze by¢ réwnowazny pod wzgledem jakosci i ilosci przekazywanej
wiedzy o sieci wigkszej liczbie punktéw zlokalizowanych w mniej wrazliwych miejscach
sieci. Wybor odpowiednich punktéw pomiarowych do monitorowania sieci wodociagowe;j
jest nietrywialnym zadaniem, do rozwigzania ktérego mozna stosowaé rézne algorytmy
obliczeniowe. Jednym z nich jest algorytm podany przez R. Straubela i B. Holznagela.

Przy tym jako miar¢ wrazliwosci sieci na symulowane wycieki mozna stosowaé na
przyktad sum¢ réznic bezwzglgdnych migdzy pomiarami ci$nient dla standardowego stanu
pracy sieci i stanéw awaryjnych dla przyjmowanych réznych kombinacji liczby i lokalizagji
punktéw pomiarowych, w przypadku, gdy w systemie monitoringu uwzgledniamy jedynie
pomiary ci$nienia.

Nastepnym etapem algorytmu jest dodanie punktoéw pomiarowych przeptywu.

Punkty pomiarowe zostaly wyznaczone w micgjscach o najwigkszej wrazliwosci na
wycieki. Eksperymenty zostaly przeprowadzone dla dwoch przypadkow. Pierwszy zawieral
10 punktéw pomiarowych, a drugi 20. Zwickszenie liczby punkéw pomiarowych
spowodowalo zwigkszeme dokladnosci lokalizacji awarii w sieci.

Na poczatku warto$¢ pomiaru w punktach monitoringu jest 0.

3.2.3. Wykonanie obliczen hydraulicznych sieci, dla zadanego poziomu
obciazenia, za pomoca wybranego modelu hydraulicznego

W celu pozyskania danych do kalibracji modelu hydraulicznego sieci wodociggowej i w
dalszej kolejnosci do opracowania algorytmu lokalizacji awarii wykorzystuje si¢ system
monitoringu zainstalowany na sieci. Wspolczesnie w coraz wigkszym stopniu nadzorowanie
parametréw sieci wodociagowej odbywa si¢ z wykorzystaniem systeméw monitoringu
SCADA. Przeplywy i ci$nienia wody okreslaja stan sieci, wigc biezace informagje
o wartosciach tych parametréw pozwalajg zorientowac sig, czy sie¢ pracuje wiasciwie.

Monitoring sieci wodociggowej stuzy do zbicrania, archiwizacjii i wizualizacji
historycznych i biezgcych informacji o pracy i stanie sieci.
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Wykonanie obliczen hydraulicznych sieci, zapis wartosci przeptywow i cignien w
punktach pomiarowych systemu monitoringu dla wykonanych obliczen (zapis
standardowego rozkladu ciénien i przeplywéw), symulacja wyciekéw w kolejnych weztach
sieci wodociggowej za pomoca modelu hydrauticznego w miejscach wrazliwych oraz zapis
wartosci przeplywéw i cisnien w punktach pomiarowych dla wykonanych symulacji stanéw
awaryjnych (zapis awaryjnych rozkladéw ciénien i przeplywéw) stuza do przygotowania
plikéw uczacych dla sieci neuronowych, ktére postuza z kolei jako modele do lokalizacji
awarii w sieci wodociggowe;.

Oznacza to, z¢ odpowiednio skalibrowany model hydrauliczny sieci wodociagowej jest
traktowany w obliczeniach jako obickt rzeczywisty, natomiast sie¢ neuronowa jest
traktowana jako model obiektu. Natomiast do kalibracji modelu hydraulicznego stuza dane
pomiarowe z rzeczywistego obiektu, czyli z badanej sieci wodociagowe;j.

Wykonanie obliczef hydraulicznych sieci powoduje pojawienie si¢ okreslonych wartosci
pomiaru w punktach pomiarowych. S3 one wizualizowane na ekranic modclu
hydraulicznego sprzegnigtego z systemem monitoringu.

Model hydrauliczny sieci wodociggowej o nazwie MOSUW-H opracowano w Instytucie
Badah Systemowych PAN jako element zintegrowanego systemu informatycznego do
kompleksowego zarzgdzania miejskim systemem zaopatrzenia w wodg.

W ten sposéb dokonano zapisu standardowego rozkiadu przeplyw6é6w oraz wykonano
szereg symulacji wycickéw w réznych wezlach sieci wodociggowej za pomocg modelu
hydraulicznego w miejscach wrazliwych.

Symulacj¢ awarii wykonano w 4 krokach:
1. Zwigkszono kilkakrotnie warto$¢ przeplywu wody w wybranym we¢zle

Na rysunku 8 pokazano przyktadowa symulacj¢ awarii wgzla 0103 poprzez zmiang
przeplywu wody z wartosci -6,420 na wartos¢ -18,420 [I/s].

o108 a9.540 " .. ~6.420 2 3394631.2... 5207440.5... e
"0127° "2 S, - 0.0
*0130" 42.500 0.0
*0167° 40,600 0.0
*0213* 44,028 0.0
*0238° 15.010 0.0
0387 44513 [X]
*0247" 4774 0.0
*0282" 40,000 0.0
10256* 40.000 {§ 0.0
*0257° 40.000 If 0.0
*0259* 4¢.3e5 I o.e
*0261° 45.000 {f 0.0
*6153" 47,500 I} 0.0
*0265° 4s.602 B 0.0
10286* 49.997 [§ 0.0
*g298" 50.000 {3 0.0
*0300° 2.202 Jf 0.0
70302° 40.287 I 0.0
*0303° 47,903 {8 0.0
*6154" 44000 E 0.8
*0398* 40186 I 0.0
*03s1* 3e.042 i e.0
*0359° 44,518 {f 0.8
“g3ss* a4.304 I 0.0
i '0360" 44,289 30 0.0
ioroseL” 14.069 {{n 0.0
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Rys. 8. Symulacja awarii wezta 0103
Rysunek 9 pokazuje zmienione dane dla wezta 0103.

Dane dla wezla 0103

yp (5P 1 ox n.d'.l.l :
Aktywnobt stacil poap (SE) nx dobe

Rys. 9. Dane wezta 0103

2. Obliczono hydraulike sieci wodociagowej z awarig

Dla kazdej symulowanej awarii zostaly w ten sposéb zmienione dane wejSciowe. Po zmianie
danych wejsciowych wykonano obliczenia hydrauliczne sieci wodociggowej oraz dokonano
zapisu warto$ci przeplywow w punktach pomiarowych systemu monitoringu dla
wykonanych symulacji stanéw awaryjnych (zapis awaryjnych rozkladow przeptywoéw).

3. Obliczono réznicg przeplywéw w sieci w normie i stanie awarii

Przyktad dla 10 punktéw pomiarowych

id przeplyw | przeptyw | roznica

wezla norma awaria przeplywow
PPP0O0O1 -0,066 -0,053 -0,013
PPP002 -0,066 -0,053 -0,013
PPP0O3 0,588 -2,026 2,614
PPP0O04 -0,768 -0,275 -0,493
PPP005 0,035 0,043 -0,008
PPPO06 0,166 0,134 0,032
PPPOO7 0,166 0,134 0,032
PPPO0O8 2,655 1,043 1,612
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PPP009 0,886 2,023 -1,137
PPPO10 -0,386 -2,023 1,137

Przyklad dla 20 punktéw pomiarowych

id wezta przeplyw norma | przeplyw awaria | rdznica przeptywdw
PPPOO1 -0,066 -0,053 -0,013
PPP002 -0,066 -0,053 -0,013
PPP003 0,588 -2,026 2,614
PPP004 -0,768 -0,275 -0,493
PPP0OO5 0,035 0,043 -0,008
PPP006 0,166 0,134 0,032
PPP0O7 0,166 0,134 0,032
PPP0O08 2,655 1,043 1,612
PPP0O0Y 0,886 2,023 -1,137
PPP010 -0,886 -2,023 1,137
PPPO11 -2,594 -1,715 -0,879
PPPO12 3,098 4,7 -1,602
PPPO13 -4,64 -3,687 -0,953
PPP014 2,244 1,107 1,137
PPPO15 0,676 1,152 -0,476
PPPO16 -0,472 -0,576 0,104
PPPO17 1,866 1,853 0,013
PPP018 -0,858 -0,577 -0,281
PPP0O19 1,746 2,883 -1,137
PPP020 1,072 1,082 -0,01

4. Okreslono punkt pomiarowy, ktéry byl najbardziej wrazliwy na awari¢ wezla

Jesli awaria wywolala w jakim$ punkcie najwiekszy zmian¢ przeptywu, to to sugeruje,
ze ten punkt pomiarowy jest najblizej awarii i przez to lokalizujemy awarie.
Oczywifcie sie¢ wodociggowa jest ukiadem zamknigtym i inne punkty pomiarowe tez
jakos zareagujg bardziej lub mniej. To wida¢ w tabelkach w punkcie 3.

Przyklad dla 10 punktéw pomiarowych

id wezta przeptyw norma | przeplyw awaria | réznica przeplywow

PPP003 0,588 -2,026 2,614

Przyklad dla 20 punktéw pomiarowych

PPPO03 | 0,588 [ -2,026 2,614 |
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W ten spos6b dokonano wielu symulacji awarii sieci wodociggowej w roznych weztach
w celu przygotowania plikow uczacych dla sieci neuronowych, ktore postuza z kolei jako
modele do lokalizacji awarii w sieci wodociagowej.

Majac dane wartosci przeptywu i ci$nienia wody generowane przez model hydrauliczny
sieci, skalibrowany na podstawie rzeczywistych pomiaréw, mozna przystapi¢ do budowy
klasyfikatora w postaci sieci neuronowej, ktory bedzie sygnalizowal wystapienie awarii w
sieci wodociagowej oraz podawat jej lokalizacjg.

3.2.4. Tworzenie klasyfikatora
Wstepne przetwarzanie danych dla sieci neuronowej

Wsigpne przetwarzanie danych odgrywa wazng rol¢ zaréwno podczas uczenia, jak i
testowania sieci neuronowych. Na tym etapie nalezy rozwigzac takie problemy jak wlasciwy
dobor cech, ich selekcja czy wybér odpowiednich przykladow.

Z whasciwym doborem cech wigzg si¢ pewne dodatkowe problemy ograniczajace wybor
optymalnego zbioru cech, takie jak problem wymiarowosci, skorelowania danych, czy
wspotzaleznosci danych. Problem wymiarowosci polega na koniecznosci dostarczenia
dostatecznej liczby przykladéw uczacych. Innego rodzaju problemem sg wspétzaleznosci
wystepujace pomigdzy cechami polegajace na tym, Ze pewne cechy wnoszg istotne
informacje tylko wowczas, gdy rozpatruje si¢ je razem. W trzecim problemie w przypadku
silnie skorelowanych zmiennych, rozwigzaniem moze by¢ wybor pewnego podzbioru cech,
w ktorym pomig¢dzy cechami nie beda juz wystgpowaé korelacje. Silne korelacje migdzy
zmiennymi powoduja pogorszenie jakosci informacji otrzymanej przez sieé, co ma istotny
wplyw na proces uczenia.

Kolejnym problemem zwigzanym ze wstgpnym przetwarzaniem danych jest
reprezentacja wartosci symbolicznych przez sie¢ neuronowa. Sie¢ neuronowa przetwarza
jedynie wartosci numeryczne. Dlatego do budowy modelu zastosowano sie¢ wspomagang
ukfadami kodujgcymi i klasyfikujgcymi. W uktadzie kodowania zastosowano kodowanie 1 z
n. Numery punktéw pomiarowych sg wielko$ciami jakoSciowymi.

W zwigzku z zamiang warto$ci symbolicznych na numeryczne rosnie liczba wejsé i
wyjs¢ sieci neuronowej.

Identyfikacja struktury i parametréw wybranego modelu sieci

Identyfikacja struktury modelu, daje odpowiedz:

1. ile warstw zawiera sie¢ neuronowa (czy potrzebne sa warstwy ukryte ?)

2. ile neuronéw wystgpuje w kazdej warstwie ?

3. czy nalezy dotaczy¢ dodatkowy neuron w celu lepszej stabilno$ci sieci w trakcie uczenia
(bias) ?

4. jak dobra¢ parametry uczenia sieci neuronowej (wspoétczynnik uczenia, wspotczynnik
momentu, itp.) ?

Wspélezynnik uczenia
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Przyjmuje on wartoéci z przedziatu od 0 do 1, nie liczac zera (moze by¢ wigkszy od 1, cho¢
nie ma to wigkszego sensu). Obliczona korekta jest mnozona przez 6w wspélczynnik. Jesli
ma on wysoka warto$¢ (okoto 1), korckta nie zmienia si¢ znaczaco. Jesli jednak
wspotczynnik ma warto$¢ na przyklad 0.1, korekta zostanie dziesigciokrotnie zmnigjszona.
Wspotczynnik uczenia (w angielskiej literaturze learning rate) mozna poréwnaé do
nauczyciela: zbyt wysoka wartosé odpowiada nauczycielowi surowemu, ktory nawet za
male pomylki stosuje wysoka karg. Uczen (czyli sie¢) pelen frustracji miota si¢ od jednej
skrajnosci do drugiej i nie moze trafi¢ na wlasciwe rozwigzanie. Zbyt niski wspétczynnik z
kolei to nauczyciel zbyt tagodny, przy ktérym uczen uczy si¢ bardzo powoli, gdyz jego
bledy s3 tolerowane.

Wspélezynnik momentu

W celu zwigkszenia efektywnosci procesu uczenia opracowano momentowg metodg
wstecznej propagacji blgdu, ktéra do klasycznej idei optymalizacji gradientowej
wprowadzita element bezwladnosci kolejnych zmian wektora wag. Algorytm ten w
rzeczywistosci wykonuje wygladzanic poprawek zbioru wag, uzalezmione od wartosci
wspotczynnika wygladzania okreslanego nazwa momentu (ang. momentum). Wplyw
weczesniejszych poprawek wektora wag maleje wyktadniczo w miar¢ oddalania si¢ od
biezacego numeru iteracji. Ostateczna poprawka jest dzigki temu sumg oparta nie tylko o
wielkosc¢ biezacego gradient funkgji celu, ale takze o wezesniejsze modyfikacje.

Podobnie jak w przypadku wspélczynnika uczenia, takze wspéiczynnik momentu w
najprostszej postaci algorytmu wprowadzany jest jako warto$¢ stata, niezmienna podczas
trwania treningu sieci neuronowe;.

Identyfikacja parametréw modelu polega na dobraniu wag polaczerr migdzy
neuronowych. Wagi polaczen dobierane s3 tak dlugo, az wartos¢ bledu
$redniokwadratowego nie osiggnie minimalnej wartosci, co pozwoli na zakoficzenie procesu
uczenia.

Liczba warstw ukrytych oraz neuronéw w tych warstwach maja istotny wplyw na jakos¢
dzialania sieci warstwowej. Liczba neuronow ukrytych najczgsciej dobierana jest
eksperymentalnie. Problem jest dosy¢ zlozony: zbyt mala liczba neuronéw ukrytych
powoduje niezdolno$é sieci do zgromadzenia dostatecznej wiedzy o rozwigzywanym
problemie, a zbyt bogata architektura jest z kolei przyczyna uposledzenia tzw. generalizacji
(sie¢ zapamigtuje zbyt doktadnie dane treningowe, co powoduje klopoty z uogoélnieniem ich
na przypadki nic objgte procesem uczenia).

Problem ten rozwigzywany jest zwykle na drodze cksperymentalnej. Wielokrotne
powtarzanie procesu uczenia pozwala zaprojektowaé sieci dostatecznie duze, by mogty
nauczy¢ si¢ problemu, a jednoczesnie na tyle male, aby poprawnie generalizowaé.

Weryfikacja modelu sieci neuronowej

Weryfikacja modelu sieci polega na testowaniu, walidacji oraz korekcic modelu sieci
neuronowej. Weryfikacja modelu zawiera testowanie, walidacje i korekts.

Testowanie modelu sprawdza dziatanic sieci na danych mieszczacych si¢ w pliku

testowym. Dane testowe to zbior przypadkéw, ktére nigdy nie byly uzywane do uczenia
danej sieci. Sa one natomiast uzywane, poprzez badanie dokladnosci predykciji, do oceny
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postepow sieci w coraz lepszym modelowaniu zaleznosci wejécie-wyjécie, w miar¢ uczenia
sieci. Jest przeprowadzone z wykorzystaniem pliku z danymi testowymi.

Walidacja modelu pozwala sprawdzié, czy dla nowych wartoici wejsciowych sie¢
poprawnie dobiera parametry wyjsciowe. Walidacja sprawdza dokladno$¢ sieci neuronowe;j
na podstawie nowego zestawu danych, ktére nie byly wykorzystywane w procesic uczenia
sieci. Jest przeprowadzona z wykorzystaniem pliku walidacyjnego.

jest zbyt dokladnie nauczona, lub tez zmianie liczby warstw ukrytych. Korekta modelu jest
wykonywana w przypadku, gdy sic¢ daje niezadawalajgce wyniki. Jest zbyt mato doktadna.
Tak naprawdg to korekta daje juz nowy model.

W celu oszacowania jakosci wiedzy, jaka sie¢ zdobyla na etapie uczenia, rozpatrywane
moga byé cztery wskazniki: biagd sredniockwadratowy RMS, tolerancja uczemia, tolerancja
testowania oraz tolerancja walidacji. Tolerancja uczenia, testowania i walidacji stuzy do
okreslenia dopuszczalnego bigdu na wyjsciu sieci. Tolerancja jest pojeciem odwrotnym do
jakosci.

Jakosé dla podzbioru uczqcego, testowego i walidacyjnego zostala obliczona jako
proporcja poprawnie zaklasyfikowanych przypadkéw w stosunku do wszystkich
przypadkéw ze zbioru.

Uzytkownik ma mozliwos¢ $ledzenia tych wskaznikéw, co pozwala mu na podijecie decyzji
o zakonczeniu uczenia. Blad RMS jest podstawowg miarg blgdu, ktory jest obliczany jako
suma kwadratow roznic wartosci rzeczywistej i oczekiwanej, podzielona przez liczbg
wyrazow. Mankamentem tej miary jest fakt, ze nie odzwierciedla ona bi¢du pojedynczego
wyjscia sieci, lecz pozwala na stwierdzenie $redniej odchytki w ramach okresu prezentacji
wzorcéw (epoki). Dlatego dodatkowo sprawdzany jest wskaznik tolerancji, ktéry okresla
dopuszczalny btad na pojedynczym wyjsciu sieci.

Rzeczywista wartos¢ to jest wartos¢ uzyskana na wyjsciu sieci. Oczekiwana to jest warto$é
wzorcowa.

Epoka — jednokrotne powtorzenie iteracyjnej procedury uczenia sieci neuronowej, w trakcie
ktorej tej sieci prezemtowane s3 wszystkie przypadki uczgce. Po zrealizowaniu epoki
przeprowadza si¢ zwykle oceng sieci, przy pomocy zbioru watidacyjnego.

Wskaznik tolerancji stuzy do okreslenia dopuszczalnego bigdu na wyjsciu sieci. Wskaznik
tolerancji jest zwigzany ze wskaznikiem ilo$ci wzorcow poza tolerancjs. Tez mozemy
ustawi¢ wskaznik, ile wzorcow moze znalez¢ si¢ poza tolerancja, a i tak akceptowany jest

wynik.

W eksperymentach pordwnywano jakos¢ uczenia, jakos¢ testowania, jako$¢ walidacji,
a tym samym biad uczenia, blad testowania oraz biagd walidacji.

W sieciach klasyfikujacych jakosé dla podzbioru wuczgcego, testowego i
walidacyjnego zostala obliczona jako proporcja poprawnie zaklasyfikowanych przypadkow
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w stosunku do wszystkich przypadkow ze zbioru. Dla zespotu sieci jako$¢ zostata obliczona
Jjako wazona Srednia jakosci sieci sktadowych.

Bledem uczenia, testowania i walidacji w pierwszych eksperymentach byl bigd RMS.
Kolejno w cksperymentach jako funkcj¢ bledu wykorzystano entropic wzajemng
(pojedynczq i wielokrotng). Blad ten jest sumg iloczynow zadanych wartosci oraz
logarytm6éw bledéw dla kazdego neuronu wyjsciowego. Funkcja ta wystgpuje w dwoch
wersjach: jedna z nich przeznaczona jest dla sieci z pojedynczym neuronem wyj$ciowym
(rozromiajacym dwie klasy), druga zas dla sieci z wicloma neuronami wyj$ciowymi.
Funkcja blgdu oparta na cntropii wzajemnej zostala specjalnic zaprojektowana dla
problemow klasyfikacyjnych, gdzie jest stosowana tacznie z wystgpujaca w warstwie
wyjsciowej sieci logistyczng funkcja aktywacji (gdy przewidywane jest pojedyncze wyjscie
sieci) lub funkcja aktywacji typu Softmax (gdy w sieci wystgpuje wigksza liczba wyjsc).

Sieci neuronowe zwracaja na wyjsciu wartosci ciagle, dlatego znakomicie nadajg si¢ do
szacowania i przewidywania. Sieci takic mogg analizowa¢ jednoczesnie wicle zmiennych.
Mozliwe jest stworzenie modelu, nawet gdy rozwigzanie ma duza zlozonosé.

Wadami sieci neuronowych jest trudnosé w ustaleniu parametréw architektury, wpadanie
w minima lokalne, dtugi czas uczenia sig sieci i brak jasnej interpretacji.

Modele sieci neuronowej tworzone sa wedlug opracowanej wczesniej metodyki.

Na rysunku 10 pokazano algorytm tworzenia klasyfikatora. Algorytm sktada si¢ z
nastgpujacych krok6éw [11]. Sa one nastgpujace:

1. Okresl typ modelu, na przyktad model klasyfikacji. Typ modelu oznacza, do czego ten

model ma by¢ wykorzystany, tutaj do klasyfikacji (sieci MLP i RBF), a inny model do

grupowania (sieci Kohonena).

Wyznacz metodg sztucznej inteligencji: sie¢ neuronowa, zesp6t sieci neuronowych.

Okre$l zbior uczacy, testujacy i walidacyjny.

Tworzenie nowego modelu:

1. okresl poczatkowe parametry modelu. Okresla si¢ wejscia 1 wyjscie sieci, liczbg
neuronéw w warstwie ukrytej, funkgj¢ bigdu, funkcjg aktywacji w warstwie ukrytej i
warstwie wyjsciowej, itp.

2. okresl strukturg modelu

3. przeprowadz procedure uczenia modelu

4. czy zadane kryterium stopu (blad RMSuin) zostato osiagnigte (btad RMS <= blad
RMSpin), jesli TAK, to przejdz do procedury testowania. Jesli NIE to trwa procedura
uczenia modelu

5. przeprowadz procedurg testowania modelu

6. czy zadane kryterium stopu zostalo osiagnigte (btad RMS <= blad RMS,.i,), jesh
TAK, to pokaz parametry modelu. Jesli NIE to trwa procedura testowania modelu

7. przeprowadz procedure walidacji modelu

8. czy zadane kryterium stopu zostalo osiggnigte (btad RMS <= blad RMS,ip), jesli
TAK, to pokaz parametry modelu. Jesli NIE to trwa procedura walidacji modelu

9. wprowadz model do bazy modeli

10. czy tworzysz nowy model? Jesli TAK, to wréé do ctapu: Czy douczanie modelu?
Jesli NIE, to STOP. Douczanic wystgpuje wtedy, gdy pojawiaja si¢ nowe dane.
Gotowy model bierzemy i douczamy na nowych danych. Jesli nie ma, to nie robimy
douczania.

4. W przypadku douczania modelu na nowych danych:

ISR
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wybierz model do douczania. Wybieramy gotowy model z bazy modeli, np. sie¢
neuronows, i douczamy nowym plikiem danych, ktéry zostat uzupeiniony o nowe
dane.

przeprowadz procedurg uczenia modelu

czy zadane kryterium stopu zostalo osiagnigte (btad RMS <= blad RMSui), jesli
TAK, to przejdz do procedury testowania

przeprowadz procedurg testowania modelu

czy zadane kryterium stopu zostalo osiaggnicte (btad RMS <= blad RMSpn), jesli
TAK, to pokaz parametry modelu

przeprowadz procedur¢ walidacji modelu

czy zadane kryterium stopu zostalo osiagnigte (blad RMS <= blad RMS,,;), jesli
TAK, to pokaz parametry modelu. Jesli NIE to trwa procedura walidacji modelu
wprowadz model do bazy modeli

czy tworzysz nowy model? Jesli TAK, to wro¢ do etapu: Czy douczanie modelu?
Je$li NIE, to STOP.
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’ Wyznacz typ modelu

)

| Wyznacz metode ’
sztucznej inteligencji

Okres! zbi6r

uezqcy, testujacy
i walidacyjny

Okreél poczgtkowe
parametry modelu
Okres| strukturg modelu

Wybierz model
do douczania

Przeprowadz procedure
uczenia modelu

N ‘ T
Czy biad RMS< = RMS,

Przeprowadz procedure
testowania modelu

Czy biad RMS<= RM:

Przeprowadz procedure
walidacji modelu

Rys. 10. Algorytm tworzenia bazy modeli [11]
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